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Oz: Itriyum-90 (Y90) radyoembolizasyonu primer ve metastatik karaciger kanseri tedavisinde kullanilan bir yontemdir.
Tedavide, Y90 aktivite miktarinin (MBq) hastaya spesifik dozimetri ile hesaplanmas1 gerekmektedir. Her bir hasta igin
dozimetrinin yapilmasi olduk¢a uzun siirmektedir. Klinikteki igleyisi hizlandirmak, kanser hastalarina daha hizli tedavi
saglamak ve ilgili personelin is yilikiinii azaltarak efektif ¢caligma diizeni olusturmak adina dozimetrinin yerini alabilecek bir
alternatife ihtiya¢ duyulmaktadir. Bu nedenle ¢alismada, Y90 radyoembolizasyonu i¢in hesaplanmig dozimetri sonuglari
kullanilarak ii¢ farkli makine 6grenmesi regresyon metodu modellenmesi sonucu Y90 terapétik aktivite miktarinin tahmin
edilmesi amaglanmistir. Timor kiitlesi (g), karaciger kiitlesi (g), tiimor/karaciger sayim orani (%), sant orani (%), timor
tutulumu ve karaciger tutulumu gibi niimerik parametreler girdi olarak, Y90 aktivite miktar1 (MBq) ¢ikt1 olarak belirlenmistir.
Coklu dogrusal regresyon (MLR), rassal orman regresyonu (RF) ve destek vektor regresyonu (SVM) kullanilarak tahminler
gerceklestirilmistir. Tahmin yontemlerinin performanslarini degerlendirmede ortalama mutlak ytizde hatas1 (MAPE), ortalama
mutlak hata (MAE), ortalama karekok sapmasi (RMSE), ortalama karesel hata (MSE) ve dogruluk (%) 6l¢iitleri kullanilarak
optimal tahmin modeli belirlenmeye ¢aligilmistir.

Anahtar kelimeler: Makine 6grenmesi, itriyum-90, coklu lineer regresyon, rassal orman regresyon, destek vektor regresyonu.
Activity Prediction with Machine Learning in Y90 Radioembolization Therapy

Abstract: Yttrium-90 (Y90) radioembolization is a method used in the treatment of primary and metastatic liver cancer. In
treatment, the amount of Y90 activity (MBq) should be calculated by patient-specific dosimetry. Dosimetry takes a long time
to perform for each patient. There is a need for an alternative that can replace dosimetry to speed up the functioning of the
clinic, provide faster treatment to cancer patients, and create an effective working order by reducing the workload of the relevant
personnel. Therefore, the aim of this study was to estimate amount of Y90 therapeutic activity by modeling three different
machine learning regression methods using calculated dosimetry results for Y90 radioembolization. Numerical parameters such
as tumor mass (g), liver mass (g), tumor/liver count ratio (%), shunt rate (%), tumor involvement, and liver involvement were
determined as input, and Y90 activity amount (MBq) was determined as output. Estimates were made using multiple linear
regression (MLR), random forest regression (RF), and support vector regression (SVM). In evaluating the performance of
estimation methods, the optimal estimation model was tried to be determined by using the mean absolute percent error (MAPE),
mean absolute error (MAE), root mean square deviation (RMSE), mean square error (MSE) and accuracy (%).
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1. Giris

Itriyum-90 (Y90) radyoembolizasyonu 20 yildan uzun siiredir klinik uygulamasi olan, primer ve metastatik
karaciger kanseri tedavisinde kullanilan bir tedavi yontemidir [1]. Y90 radyoembolizasyonunda, radyoaktif mikro
kiireler hepatik arterden kateter ile giris yapilarak karacigerde bulunan tiimér igine verilmektedir [2]. Saf -
radyasyonu yayicisi olan Y90, 2.67 giinliik (64,1 saat) fiziksel yarilanma dmriine sahip olup, yarilanma sonucu
stabil zirkonyum-90 'a dontismektedir. Maksimum ve ortalama — enerjileri sirasiyla 2.28 MeV ve 0.93 MeV olan
Y90, yiiksek enerjiye sahip olmasi nedeniyle doku es degeri kabul edilen su igerisinde 11.0 mm kadar
ilerleyebilmektedir [3, 4]. Y90 tedavisinde amag, timore maksimum Y90 aktivitesinin verilmesi ile maksimum
absorbe dozu olusturmak, tiimorlii hiicrelerin imhasini saglamak ve normal karaciger parankimini miimkiin
oldugunca korumaktir. Bu sebeple uygulanacak Y90 aktivite miktarinin hastaya spesifik hesaplanmasi, dozimetri
yapilmasi 6nem kazanmaktadir [5, 6].

Farkli internal dozimetri gesitleri olmasiyla birlikte, aralarinda bulunan Medical Internal Radiation Dose
(MIRD) yonteminin, hastaya ait timdr ve karaciger kiitlesi, sant orani, timor / karaciger tutulum orani, vb.
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verilerin hesaplamaya dahil edilmesi, bilimsel bir temele oturmasi ve gergege en yakin sonuglart vermesi
nedenleriyle yaygin bir kullanimi bulunmaktadir [7].

MIRD yontemiyle hesaplama yapabilmek icin, medikal fizik uzmani tarafindan tedavi Oncesi hasta
goriintiileri incelenerek; bilgisayarli tomografi (BT) goriintiilerinden timdr ve karaciger hacimleri
hesaplanmaktadir. Belirlenen hacimler yumusak doku esdegeri kabul edilen su yogunlugu ile ¢arpilarak kiitleye
cevrilmektedir. Benzer sekilde hastanin tek foton emisyonlu bilgisayarli tomografi (SPECT) goriintiilerinden
akciger, timor ve karacigere ait sayimlar elde edilerek tiimor ve karaciger tutulumu, sant orani, tiimor / karaciger
sayim oranlar1 hesaplanmaktadir. Tiim hesaplanan parametreler Denklem 1 ve 2 araciligiyla hastaya verilecek
optimal Y90 aktivite miktarinin belirlenmesinde kullanilmaktadir [5], [7].

(rad) — Aktiviteyopiam(mCi)x 184.000 XTutulumygracige (1)

Doz karaciger
¢ kitlegaraciger(g)

timor

Aktiviteopiam(mCi)x 184.000 X

kamcigersaylm orany (2)

DOZ timor (rad) = Kkiitlermar(g)

Formiillerde kullanilacak her parametrenin hastalar i¢in ayri ayri hesaplanmasi géz Oniine alindiginda,
dozimetri igleminin yapilmasi olduk¢a uzun siirmektedir. Klinikteki isleyisi hizlandirmak, kanser hastalarina daha
hizli tedavi saglamak ve ilgili personelin is yiikiinii azaltarak efektif ¢alisma diizeni olusturmak adina dozimetrinin
yerini alabilecek bir alternatife ihtiya¢ duyulmustur. Bu noktada makine 6grenmesi, mevcut verilerden 6grenme
yoluyla insan zekasini taklit edip yeni tahminlerde bulunan bir hesaplama algoritmasi dalidir [8]. Makine 6grenmesi
yontemlerinin medikal alanda kullanilmasiyla birlikte birgok hastalik teshisi yani siniflandirma yapilmigtir [9-12].
Bunun yani sira kan biyokimya sonuglarinin analizi, kalp rahatsizliklari tespiti, diyabet hastalarda glikoz
seviyelerinin takibi, tiimor lokalizasyon tespiti, goriintii izerinden kanserli hiicrelerin tespiti ve kanseri teshis etmek
gibi islemlerde de kullanilmaktadir [13]. Bu ¢alismada, Y90 radyoembolizasyonu i¢in hesaplanmig dozimetri
sonuglar1 kullanilarak ti¢ farkli makine 6grenmesi regresyon metodu modellenmesi sonucu Y90 terapdtik aktivite
miktarlarinin tahmin edilmesi amaglanmistir.

Calisma dort bolimden olusmaktadir. Birinci boliimde, veri seti olusturulmus ve egitim — test olarak
boliinmektedir. Ikinci boliimde farkli makine dgrenmesi algoritmalari ile tahminler elde edilmektedir. Ugiincii
boliimde her bir algoritma igin performans degerlendirme metrikleri hesaplanmaktadir. Dordiincii boliimde ise
performans degerlendirme metriklerine gére karsilastirma yapilarak Y90 terapdtik aktivite miktarini en iyi tahmin
eden makine 6grenmesi algoritmasi belirlenmektedir.

2. Yontem

Makine 6grenmesinde kullanmak iizere toplam 31 hastaya ait dozimetri kayitlar1 kullanilmigtir [14]. Calisma
retrospektif olarak gerceklestirilmistir.

2.1.Veri Seti ve Makine Ogrenmesi Hazirhg

Tiimor kiitlesi (g), Karaciger kiitlesi (g), tiimdr / karaciger sayim orani (%), sant orani (%), timor tutulumu ve
karaciger tutulumu niimerik parametreler girdi olarak, Y90 aktivite miktar1 (MBq) ¢iktt parametresi olarak
belirlenmistir.

Caligmada .xlsx uzantili girdi sayfasi Python programi araciligla makine 6grenmesi algoritmalarini kodlamak
igin kullamlmigtir. Python i¢in Numpy, Matplotlib, Pandas, Scikit-learn, statsmodels gibi kiitiiphaneler
caligtirllmigtir. Sklearn python kitaphiginin model selection smifindan aktarilan train_test split() islevi ile veri
setinin %80’i algoritmalarin egitilmesi, %20°si ise olusturulan tahminlerin dogrulugunu denetlemek, performans
degerlendirmesi yapabilmek igin test setinde kullanilmustir.

2.2. Tahminleme Modelleri

Makine 6grenmesine ait ¢ok sayida siniflandirma ve regresyon tahmin yontemi bulunmaktadir. Bununla
birlikte bu ¢alismada kullanilan veri setinde tahmin edilecek bagimli degisken sayisal veri tipinde oldugundan
makine 6grenmesi regresyon yontemleri tercih edilmis ve bu yontemlerden ¢oklu dogrusal regresyon, rassal orman
regresyonu ve destek vektor regresyonu kullanilarak tahminler gergeklestirilmistir.

2.2.1.Coklu Dogrusal Regresyon (MLR)

Coklu dogrusal regresyon (MLR), birden fazla bagimsiz degisken (x1-Xn) ile bir bagimli degisken olan y
arasindaki iliskinin ortaya cikarilmasi i¢in kullanilan yontemlerden biridir. MLR ‘un iki ya da daha fazla
degiskenin bilinen degerlerinden bir degiskenin bilinmeyen degerini tahminlemek i¢in kullanilan yaygin bir
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yontem oldugu ifade edilmektedir [15]. Bir ¢ok durumda bu iliski, dogrusal ya da dogrusallastirilabilecek sekilde
n tane bagimsiz degisken i¢in olusturulan asagidaki Denklem 3 ile ifade edilmektedir [16]. Bu ¢alismada ¢oklu
dogrusal regresyon “sklearn” kiitiiphanesinden linear model sinifi kullanilmistir.

|y = bO + lel + b2X2 +eet ann| (3)

2.2.2.Rassal Orman Regresyonu (RF)

Rassal Orman Regresyonu (RF), karar agaglarimin birlesiminden olugmaktadir ve bu regresyon tiirinde
kullanilan karar agaglari arasinda dogruluk ve bagimsizligi en fazla olanlar tercih edilmektedir [17]. Smiflandirma
ve regresyon problemlerinde kullanilmasi ve hizli bir sekilde egitilmesi gibi sahip oldugu 6zelliklerden 6tiirii yaygin
bir sekilde kullanilmaktadir [18]. Bu galismada sklearn kiitiiphanesi ensemble sinifindan rassal orman analizi
gerceklestirilip, model parametrelerinden agac sayist 10 (n_estimators=10) olarak belirlenmistir.

2.2.3.Destek Vektor Regresyonu (SVM)

Destek vektor makineleri (SVM) ilk olarak Cortes ve Vapnik tarafindan gelistirilmistir [19, 21]. Dogrusal ve
dogrusal olmayan regresyon tiirleri igin tahminleme yapmak adina siklikla kullanilmaktadir [22]. Bu regresyonun
isleyis prensibi tahmin hatasini en aza indirmeye ¢alismaktir ve boylelikle egitim veri setine en yaklagan fonksiyonu
bulmay1 hedeflemektedir [23]. Bu ¢aligmada SVM, sklearn python kitapliginin svm sinifindan aktarilmisgtir.

2.3.Performans Degerlendirme Olgiitleri

Tahmin yontemlerinin performanslarini degerlendirmede ortalama mutlak yiizde hatasi (MAPE), ortalama
mutlak hata (MAE), ortalama karekdk sapmasi (RMSE), ortalama karesel hata (MSE) ve dogruluk &lgiitleri
kullanilmigtir. Diisiik hata orani ve ayn1 zamanda yiiksek dogruluk veren yontem, optimal tahmin teknigi olarak
belirlenmistir. MAPE, MAE, RMSE ve MSE hatalarinin hesaplandigi formiiller Denklem 4-7 ‘de gosterilmistir [24,
27].

MAPE= 2231, |%| )

Vi : Gergek deger yi' : Tahmin edilen deger n : gézlem sayisi

1 ,
\MAE= ~i=1lyi—vil (5)
Vi : Gergek deger yi' : Tahmin edilen deger n : gézlem sayisi
1 ,
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yi : Gergek deger yi' : Tahmin edilen deger n : gézlem sayisi
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3.Bulgular ve Tartisma

Bu calismada karaciger kanseri radyoembolizasyon tedavisinde uygulanacak hastaya 6zgii Y90 aktivite
miktarinin makine 6grenmesi aracilifiyla belirlenmesine yonelik hesaplamalar yapilmistir. Tiimor kiitlesi (g),
karaciger kiitlesi (g), timdr / karaciger sayim orani (%), sant orani (%), timdr tutulumu ve karaciger tutulumu girdi,
aktivite miktar1 (MBq) ¢ikt1 olmak iizere tahmin yontemlerinden MLR, RF ve SVM algoritmalari ile egitim ve test
islem basamaklar1 tamamlanmistir. 24 kisiye ait girdi verileri egitim verisi olarak kullanilmis, model kurulup
Ogrenme yapildiktan sonra, 7 kisiye ait veriler performans degerlendirmesi i¢in kullanilmigtir. Dozimetriye ait
girdiler araciligiyla MLR, RF ve SVM algoritmalar ile tahmin edilen aktiviteler Tablo 1 ‘de gosterilmistir.
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Tablo 1. MLR, RF ve SVM algoritmalar ile tahmin edilen aktivite miktarlar (MBq).

Gergek

aktivite Tahminler

(MBQ) MLR RF SVM
1805.6 1817.2 | 1601.1 | 1844.4
1295 1233.4 | 1598.1 | 1380.1
2738 2428.1 | 1602.1 | 2053.5
1498.5 14375 | 1598.2 | 1435.6
2072 1632.6 | 1599.1 | 1722.3
1239.5 1380.4 | 1597.8 | 1363.4
1554 1633.4 | 1600.8 | 1922.5

Niimerik sonuglar incelendiginde, gercek aktivite degerlerine en yakin tahmin sonuglari MLR ile elde
edilmigtir. RF tahmin yonteminin gercek degerlere kismen yaklastigi, SVM yonteminin ise Y90 aktivite tahmini
icin ideal bir algoritma olmadigi 6n degerlendirme ile goriilmektedir. Tablo 2’ de calismada kullanilan
algoritmalarin hata degerleri (MAPE, MAE, RMSE, MSE) ve dogruluk (%) sonucu verilmistir.

Tablo 2. MLR, RF ve SVM algoritmalar1 igin
hesaplanan hata ve dogruluk (%) sonuglari.

MLR RF SVM

MAPE 8.3 12.6 19.6
MAE 157.6 244.7 3744
RMSE 214.7 328.3 505.4
MSE 461155 107811 255442
Dogruluk

(%) 91.6 87.3 80.3

Bir modelin basarisi incelendiginde tek basina dogruluk (%), ya da tek basina hata orani yeterli olmamaktadir.
Bu sebeple her bir model igin es zamanli olarak yiiksek dogruluk (%) ve diisiik hata orani elde edilmesi
gerekmektedir. MLR algoritmasinda, test verisi ve tahmin degerleri karsilastirildiginda elde edilen tiim hata oranlart,
diger algoritmalar olan RF ve SVM ‘den oldukga diisiik bulundu. Ayrica dogruluk (%) arastirmasinda yine 91.6
degeri ile MLR algoritmasinin yiiksek performans gosterdigi belirlendi. Bu yiizden, diisiik hata degerleri ve yiiksek
dogruluk sonucu ile MLR algoritmasinin, Y90 aktivite miktar1 tahmininde kullanilacak ideal yontem olarak 6ne
cikmaktadir. MLR algoritmasini takiben, alternatif olarak %87.3 dogruluk, %12.6 MAPE hata degeri ile RF yontemi
gelmektedir. Calismada kullanilan yontemler arasinda olan SVM, en yiiksek hata degerlerini ve en diisiik dogruluk
oranini vermistir. Bu sebeple aktivite miktar: tahmininde kullanimi uygun gériilmemektedir.

Test verileri araciligiyla ger¢ek ve 3 farkli tahmin yontemiyle elde edilen sonuglar Sekil 1 ‘de gosterilmistir.
Grafikte yine gercek verilerle en iyi ortiigen tahminlerin MLR algoritmasi ile oldugu goriilmektedir.
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Sekil 1. Gergek ve test verilerinden MLR, RF, SVM ile tahmin edilen ¢iktilarin karsilastirilmasi (Gergek veriler
mavi, MLR ile tahmin edilen veriler turuncu, RF ile tahmin edilen veriler gri, SVM ile tahmin edilen veriler sar1
renk ile gosterilmistir).

Akter ve d. (2021), karaciger hastaliklarinin siiflandirma ile tahmininde biyokimyasal testler araciligryla
rassal orman ve regresyon agaci (CART) tekniklerini uygulamis ve dogrulugu sirasiyla %94 and %95 olarak
bulmustur [28]. Benzer bir sekilde Teke (2022) calismasinda, karacigere ait protein, albiimin ve bilurubin gibi
degerleri kullanarak lojistik regresyon ile karaciger hastalig1 var / yok tahmini yapmis ve egitim dogrulugunu %87,
test dogrulugu %84 bulmustur [12]. Bu ¢alismada, MLR teknigiyle %91.6 dogruluk elde edilmesi sebebiyle
sonuglarimizin literatiirle uyumlu oldugu bulunmustur. Literatiir karsilastirmasi detayli olarak Tablo 3’te verilmistir.

Tablo 3. Literatiir karsilagtirmasi.

Literatiir Hedef Yontem Dogruluk (%)
Akter ve d. (2021) karaciger hastaliklarinin CART 95
siniflandirma
Teke (2022) karaciger hastaliklarinin LR 84
siniflandirma
Bu calisma karaciger radyoembolizasyon MLR 91.6

aktivite tahmini

Ayrica, RF ve SVM algoritmalarinin genis sayida gozlem igeren verilerde yiiksek basar1 oraniyla tahminler
yaptig1 bilinmektedir. Bu ¢alismada kullanilan veri setindeki gozlem sayisinin azligindan 6tiirii bu iki metodun
nispeten diisiik bir basar1 oraniyla sonu¢ verdigi, MLR yonteminin basart oranmnin daha yiiksek oldugu
diigiiniilmektedir. Bununla birlikte, saglik alaninda I. tip hatanin maksimum %35 ‘de [29] tutuldugu g6z Oniine
alindiginda, ¢alismamizda MLR algoritmasi ile hesaplanan %8.3 (MAPE) degerinin yiiksek oldugu goriilmektedir.

105



Y90 Radyoembolizasyon Tedavisinde Makine Ogrenmesi ile Aktivite Tahmini

4.Sonuglar

Primer karaciger kanseri veya kolorektal kanser, pankreas kanseri, melanom, akciger kanseri ve meme kanseri
dahil olmak {iizere bir dizi malignitede yaygin olarak olusan metastatik karaciger kanseri hizli teshis ile tedavisi
yapilmasi gereken kanser tiirlerindendir. Tedavide hastaya verilmesi planlanan Y90 aktivitesinin belirlenmesi igin
kliniklerde MIRD yontemi temelli dozimetri yapilmaktadir. Fakat bu yontem uzun bir hesaplama zamam
gerektirdiginden, hastalara hizli bir sekilde tedavi planlamasi yapilmasi, daha kisa siirede terapdtik aktivitenin
tahmin edilmesi gerekmektedir. Literatiirde terapdtik aktivite gibi medikal alanda niimerik ¢iktilarin
tahminlenmesine dair veriler simirli olmakla birlikte [30], kullanilan algoritma farkliliklart ve veri setleri gibi
degiskenler hata ve dogruluk sonuglarini etkilemektedir.

Calismamizda, farkli makine 6grenmesi yontemleriyle Y90 terapotik aktivite tahminleri yaparak kullanilan
yontemler karsilagtirilmis, sonuglar performans degerlendirmesi agisindan degerlendirilmistir. Dozimetri girdi veri
setine uygulanan makine O0grenmesi algoritmalari icinde gergek aktivite degerleri ve tahmin edilen aktivite
degerlerinin en ¢ok uyum gosterdigi yontem %8.3 MAPE hata orani ve %91.6 dogruluk orantyla MLR olmustur ve
bunu sirastyla RF ve SVM yontemleri takip etmistir.

Ozellikle %8.3 MAPE hata oraniin azaltilmasi, daha iyi bir tahmin mekanizmasinin elde edilmesi i¢in, Y90
aktivite tahmininde veri setindeki 6rneklem sayisinin artirilmasi ek olarak noral network, derin 6grenme gibi
teknikler kullanilarak iyilestirmeye gidilecektir.

Etik Kurul Onay1 ve Cikar Catismas1 Beyani

Hazirlanan makalede etik kurul izni alinmasina gerek yoktur. Hazirlanan makalede herhangi bir kisi/kurum ile
¢ikar ¢catigmasi bulunmamaktadir.

Yazar Katkilan

Gergeklestirilen calismada Yazar 1 makine 6grenmesi islemleri, verilerin analizi, taslagin olusturulmasi
basliklarinda; Yazar 2, caligma konsepti ve tasarim, veri toplama, igerik olusturma, verilerin analizi, revizyon
bagliklarinda; Yazar 3 makine O0grenmesi islemleri, yazim denetimi ve icerik olusturma basliklarinda katki
sunmuslardir.
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