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Ozet

Veri madenciligi, bir¢ok teknik ve algoritmay: kullanarak biiyiik veri tabanlarindan anlaml bilgileri ¢ikarma islemidir.
Veri madenciligi genellikle, “verilerde bilgi kesfi” olarak adlandirilan ve bu bilgileri bulmak icin kullanilan yéntemlerdir.
Veri madenciliginin temel yontemlerinden birisi olan kiimeleme yontemidir. Kiimeleme y6ntemi gliniimiiz diinyasinda
hizla ¢ogalan verilerin analizinde kullanilacak en gii¢lii ydontemlerdendir. Kiimeleme bazi benzerlik mesafelerine dayal
olarak verilerdeki dogal gruplamalar1 veya kiimeleri bulma teknigidir. Kiimeleme aslinda birgok farkli veri analizlerinde
temel bir adimdir. Bundan dolay1 bu derlemede kiimeleme algoritmalarinda kullanilan farkli yéntemler 6zet bir sekilde
anlatilmistir.

Anahtar kelimeler: Algoritma, Kiimeleme, Hiyerarsik kiimeleme, Boéliimsel Kiimeleme, Yogunluk tabanli kiimeleme

Overview of Different Methods Used in Clustering Algorithms

Abstract: Data mining is the process of extracting meaningful information from large databases using many
techniques and algorithms. Data mining is often referred to as "information discovery in data" and many methods are
used to find this information. Clustering method, which is one of the basic methods of data mining, is one of the most
powerful methods to analyze these data, while data is being produced rapidly in today's world. Clustering is the
technique of finding natural groupings or clusters in data based on some similarity distances. Also clustering is
essentially a fundamental step in many different data analyzes. Therefore, different methods used in clustering
algorithms are briefly described in this review.
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1. Giris

Bir algoritma genelde belli bir amaci hedefleyen ve o
amac1 gercgeklestirebilen belirgin, kusursuz, kesin ve
mekanik olarak calistirabilen bir temel komut dizisidir.
Bilgisayar programlari algoritmalarin
gosterimleridir. Ancak algoritmalar program degildirler,
aksine algoritmalar temel ve ilkel islemleri destekleyen
herhangi bir programlama dilinde uygulanabilen soyut
mekanik prosedirlerdir (Erickson 2019; Blass ve
Gurevich, 2004). Bu algoritmalarin en o6nemlilerinden
olan kiimeleme algoritmalari bu derlemede 6zet bigimde
anlatilmistir.

Kiimeleme, etiketlenmemis bir veri setinin tUzerinde
benzer nesnelerin gruplara ayirma islemine denilir.
Kiime adi verilen her bir grup kendi nesneleri arasinda
benzerlik sahibiyken diger gruplarin nesneleri ile hicbir
benzerlik sahibi degiller (Hartigan, 1996). Kiimeleme
analizi, kesfedici veri analizi olarak bilinen ve hizla
biliyliyen bu teknik
bilinmektedir. Kimeleme biyoloji, tarim, psikoloji, tip,
pazarlama, bilgisayarli gorii ve uzaktan algilama gibi
cesitli
kullanilmaktadir.

Kiimeleme analizi, bir¢ok istatistiksel yontemde ortak
olan varsayimlara Daha dogrusu
verilerin yapisini aragtirmak icin kullanilan bir aractir.
Bundan dolayr buna oriintii tanimada ve yapay zeka
literatiiriinde denetimsiz 6grenme denilmektedir (Jain ve
Dubes, 1988).

Bu derlemede algoritma ve kiimeleme analizinden
bahsedilmis ve daha sonra hiyerarsik kiimeleme
yontemleri, boliimsel kiimeleme ydntemleri, yogunluk
tabanli kiimeleme ydntemleri, model tabanli kiimeleme
yontemleri ve 1zgara tabanli kiimeleme yoéntemleri
anlatilmistir.

somut

alanda oOnemli bir olarak

miithendislik ve bilimsel alanlarda

ihtiya¢ duymaz.

2. Algoritma

2.1. Algoritma Kelimesinin Tarihg¢esi
Algoritma kelimesinin kokeni {inlii franh matematikei,
gokbilimci ve cografyaci, Abu Jafar Muhammed bin Musa
Khwarizmi (al-Khwarizmi) isminden ortaya ¢ikmistir.
Kharazm aslinda bugiin Ozbekistan iilkesinde bulunan ve
Khiyaw olarak adlandirilan “Biiyiik iran” sehirlerinden
birisiydi (Berggren, 2017).

Khwarizmi tarafindan yazilan kitap 12. yiizyilda
Latince'ye “Algoritmi de numero Indorum” yani “hintli
sayllardaki algoritmik” olarak cevrildi. 13. yiizyilda,
algoritma kelimesi, hala algoritmanin anlamlarindan biri
olan "Arapc¢a ondalik sistem" (yani 0’den 9’a kadar arti
ondalik kavram) anlamini tasimaktaydi. Bu kelime 19.
ylizyilda “algorithme”
doniistiiriilmesine anlami

Fransizca’'da kelimesine

ragmen degismedi ve
ingilizceye “algorithm” diye girmesi ¢ok uzun bir zaman
almadi (Knuth, 1980).

2.2. Algoritmanin Giiniimiizde Anlami ve Kullanimi
Algoritma, baz1  gorevleri belirli  bir

gerceklestirmek i¢in adim

siirede

adim uygulanan  bir

prosediirdiir (Goodrich ve Tamassia, 2014) ve bu yilizden
algoritmalar bilgisayar biliminde kendine 6zgii bir rol
oynamaktadir. Algoritma 6grenmenin en iyi bilinen ve
rahat anlasilabilen yollardan biri gorsellestirmeyi
kullanmaktir. Bu gorsellestirmelerin en basit yollarindan
biri olan akis diagrami algoritmanin kolay anlasilmasina,
takip ve kontrol edilmesine yardimci
(Miildner, 2003).

Algoritma c¢evresiyle etkilesime girerken girdi ya da
girdileri kabul eder ve ¢ikti yada ¢iktilar1 {tretir
(Goldschlager ve Lister, 1988). Ancak (Knuth, 2014)
belirttigine  gore “algoritma”
kelimesinin biraz farkl bir sey ifade etmesinin yani sira
tarif, siirec, teknik, prosediir,
tekerlemeye olduk¢a benzer bir anlami olmasidir. Bir
algoritmanin belirli bir problem tiirtinii ¢ézmek i¢in bir
islem siras1 veren bir dizi kural olmasinin disinda, bes
onemli 6zelligi daha vardir. Bunlar sonu olma, kesinlik,
girdi, cikt1 ve etkileyicilik.

Giinlimiiz diinyasinda, algoritmalarin optimal ¢oéziimler
icin saglayabilecegi bircok konu vardir. Ornegin Tip,
Genetik, E-ticaret, tarim, sanayi, rota bulma vb.

Bunlara benzer konularda algoritmalarin yardimiyla
zaman ve maliyetten tasarruf saglayarak yeni ve
optimum ¢6ziimler gelistirilebilir (Cormen ve ark., 2009).

olmaktadir

modern anlamda

yontem, rutin ve

3. Kiimeleme

3.1. Kiime, Kiimeleme ve Kiime Analizi Nedir?

“Ktime” kavramini kesin olarak tanimlamamiz miimkiin
degildir. Bunun sebeplerinden biri bir¢ok kiimeleme
algoritmasinin olmasidir. Ancak bunlarin hepsinin ortak
noktast bir dizi veri nesnelerinin olmasidir (Estivill-
Castro, 2002). Genel olarak kiimeyi tanimlamak istersek
toplanmis veya gruplanmis benzer nesnelerden olusan
bir grup olarak séyleyebiliriz (Everitt, 1979) ya da bir
baska deyisle bir kiime benzer nesneler dizisi olarak da
ifade edilebilir (Hartigan, 1996).

“Kiimeleme” Kkelimesi, siniflandirma ile neredeyse es
anlamhdir (Hartigan, 1996) ancak aralarinda belirleyici
bir fark vardir (Sathya ve Abraham, 2013). Siniflandirma
denetimli 68renme (bu 6grenme ydnteminde
(Polycarpou ve ark., 1995) dedigine goére sonucun ne
olmasi i¢in 6nceden bilgiye sahip olmay1 gerektirir ayni
zamanda bu yontemde bir dizi girdiyi yanitlamasini
dizelten bir egitimciyede ihtiya¢ vardir (Cord ve
Cunningham, 2008). Kiimeleme ise denetimsiz 6grenme
yonteminde (Hinton ve ark., 1999) belirttigi lizere
6nceden var olan etiketsiz verilerimizden bilinmeyen
orintiileri ortaya ¢ikarmakta yardimci olur. Bu yiizden
bu yontemde egitmen yoktur ve kiimeleme yaklasimina
dayanir (Cord ve Cunningham, 2008).

Kiimeleme veri nesnelerini ayri ayr1 kiimelere ayirma
islemidir. Boylece aymi kiimedeki veriler benzer iken,
farkl kiimelerdeki veriler birbirine benzemezler (Sun ve
Qin, 2007). Ayrica kiimeleme, ham verileri makul bir
sekilde
bulunabilecek gizli 6riintiilerin arama yoludur (Huang ve

smiflandirmanin  ve  veri  kiimelerinde
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Discovery, 1998). “Kiime Analizi” veride grup bulma
sanatidir (Kaufman ve Rousseeuw, 2009). Ornegin bir
dereden bir siiri cakil tasi toplanip bunlar boyut, sekil ve
renk olarak ayrilmasi islemine kiime analizi denilir ve
ayirilan her bir benzer ¢akil tas1 yiginina ise kiime denir
(Romesburg, 2004). Bundan dolay1 Kiime analizinin
amaci nesnelerin dogal ayrilmalarimin kesfetmesidir
(Issaq ve Veenstra, 2019).

3.2. Kiimeleme Hangi Alanlarda Kullanilir?
diinyasinda artirilmasiyla  ve
degerli Dbilgileri 6grenilmesi istegiyle
kiimeleme teknikleri bir¢ok alanda hizla kullanilmaya ve
uygulanmaya baslamistir. Ornegin yapay zeka, biyoloji,
migsteri iligkileri yOnetimi, veri sikistirma, veri
madenciligi, bilgi alma, isleme, makine
O0grenmesi, pazarlama, tip, Oriintii tanima, psikoloji,
istatistik ve bunun gibi benzer bir¢cok alanda kiimeleme
algoritmalar sik¢a kullanilmaya baslamistir (Na ve ark,,
2010).

3.3. Kiimeler Arasindaki Benzerlik Olgme
Kiimelemenin en 6nemli adimlarindan birisi, iki 6genin
nasil benzerligini hesaplanacagini belirleyen bir uzaklik
Ol¢iisli segcmektir (Vimal ve ark., 2008). Veriler arasindaki
benzerligi 6l¢gmek icin mesafe 6l¢iisii ok énemli bir rol
oynamaktadir. Dolaysiyla veri nesnelerinin arasindaki
uzaklig1 ve bu nesnelerin uzaklik 6l¢iisii agisindan benzer
veya farkli olup olmadigim1 bulmak i¢in kiimeleme
yontemleri kullaniir (Wu ve ark, 2008). Dahasi
degiskenleri kiimelemek ve degiskenler arasindaki
iliskileri bulmak i¢in baz1 sayisal 6l¢timleri yapilmaldir.
Dolaysiyla bu gereksinimlere yonelik geleneksel olarak
yaklasim tarzi, degiskenlerin her ¢ift kombinasyonu i¢in
bir iligki 6l¢iisii hesaplamaktir (Anderberg, 2014).
Bugiine  kadar  bircok  kiimeleme  algoritmasi
gelistirilmistir. Bunlarin birgogunun temel fikri, kiimenin
en iyi oOzelliklerini temsil edebilen kiime merkezini
bulmaktir ve bu kiimelerin merkezine olan uzakliklarina

Glinimiiz verilerin

verilerden

goruntu

gore buldugumuz herhangi bir kiimeye veri noktalarini
atamaktir (Belli ve ark, 2012). Veri kiimelemesi i¢in
literatiirde bir¢ok uzaklik oOl¢iimii Onerilmistir.  Bu
béliimde literatiirde en cok kullamlan Oklid Uzakligi,
Manhattan Uzakligi ve Minkowski Uzakligini ézet bir

(x2,2)
@

Y2= " Deuc

o 2(*1,1)
2= X1

Sekil 1. Oklid uzaklig1.

EU(u,v) = \/(x1 — %)%+ (1 — ¥2)? (1)

Eger ikiden fazla boyutumuz var ise o zaman Oklid
uzakliginin hesaplanmasi da Esitlik (2) gibi olacaktir:

EUWv) = (= ¥y + oot (0 — )2 (2)

Sonug olarak Oklid uzakhg: iki farkh sekilde literatiirde
gosterilmektedir:

Deuc = JX,(xi — %)? (3)

Deuc = (Sy (i — ) “)

3.3.2. Manhattan uzakhg:

iki vektér arasindaki Manhattan uzaklig, vektérler
arasindaki mesafenin bir normuna esittir. Manhattan
uzaklig literatiirde ayrica “metric” , “taxicab” ve “city
block” olarakta adlandirilmaktadir (Szabo, 2015).
Manhattan uzakligt (Xu ve Wunsch, 2005) dediklerine
gore, Minkowski uzakliginin (m=1) 6zel versiyonu gibidir
(Sekil 2).

sekilde anlatilmistir. D
3.3.1. Oklid uzakhg: man
Oklid uzakliginin hesaplanmasi (Sekil 1) makine
0grenmenin ve Ozellikle kiimeleme yontemlerinin en Deuc
onemli kisimlardan birisidir (Mesquita ve ark., 2017).
Oklid uzakligt ayrica Lz wuzakhig olarak da
adlandirilmaktadir (Malkauthekar, 2013). Eger u = (x1,
y1) ve v = (x2, y2) iki nokta mevcut ise, o0 zaman u ve v
arasindaki Oklid uzaklig Esitlik (1)’'de gosterildigi gibi
hesaplanmaktadir.
Sekil 2. Manhattan uzaklig1.
BS] Eng. Sci. / Tohid YOUSEFI ve ark. 175
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Bu wuzaklik olglisi aykiriliklara karsi hassastir ve
kiimeleme algoritmalarinda bu mesafe kullanildiginda,
kiimeler dikdortgen sekli alirlar. Manhattan uzakliginin
Ol¢limii Esitlik (5)’de verildigi gibi hesaplanmaktadir.

Dman = Z?:l'xi - yi| (5)

3.3.3. Minkowski uzakligi

Minkowski uzakligi ana uzaklik olgililerinden birisidir
(Sekil 3). Bunun sebebi Hamming Uzakhg ve Oklid
Uzakligi gibi bircok mesafe Olgiilerini genellestirir
(Merigo ve Casanovas, 2011).

t

Sekil 3. Minkowski uzakligini d degeri ile karsilastirma.

Minkowski uzakligi, Oklid ve Manhattan mesafelerinin
bir genellemesi olarak da tanimlanmaktadir (Han ve ark,,
2012). Ayni1 zamanda bu mesafe 6l¢iimii p-norm uzakligi
adiyla da literatiirde bilinmektedir (Lu ve ark., 2016).
Eger x ve y iki nokta ve p boyutunda ise bu iki noktanin
Minkowski  uzaklik Esitlik  (6) gibi
hesaplanmaktadir (Minkownski degiskeni burada “d”
olarak bilinir).

Olgimii

1
Dmink = (Zf=1|xi - yil®a (6)
Eger d=2 ise o zaman Minkowski uzakhg Oklid
uzakligina, eger d=1 ise o zaman Minkowski uzaklig
Manhattan uzakligina ve son olarak eger d>oo ise o
Minkowski uzakligi, Chebyshev uzaklifina
dontstirilir (Metcalf ve Casey, 2016).

Zaman

3.4. Kiimeleme Yoéntemleri

Daha onceki béliimlerde belirtildigi tizere ve (Estivill-
Castro, 2002) dedigine gore bir¢ok kiimeleme y6ntemine
sahip olmamizin temel nedenlerinden birisi “kiime”
kavramini hala tanimlanmamis olmasidir. Bundan dolay:
bircok kiimeleme algoritmasida gelistirilmistir. Veri
noktalarinin yontemleri,
kullanarak yapilir ve bu bir¢ok yazar tarafindan
onerilmistir (Chakravarthy ve Ghosh, 1996; Kothari ve
Pitts, 1999; Leung ve ark, 2000; Nakamura ve
Kehtarnavaz, 1998; Roberts, 1997). Ayrica bir¢cok
kiimeleme algoritmasi hiyerarsik kiimeleme, boliimsel

kiimeleme Olcek  alani

kiimeleme, yogunluk tabanli kiimeleme, 1zgara tabanl
kiimeleme ve model tabanlh kiimeleme yontemlerine
ayrilir (Sekil 4).

L Cure

Hiyerarsik kimeleme l‘.”» Birch
| I Rock

IV. Chameleon

—_— I Kortalama
—>(  Bolimsel kiimeleme ‘ L foede
L.~ K-harmonik ortalama

IV. Bulanik c-ortalama

L. DBSCAN
Kimeleme algoritmalan —u{ Yogunluk tabanh kimeleme l*. Il OPTICS

) Iil. DenClue

‘ L. STING
‘ lzgaratabanh kiimek Il Wave Cluster
Ill. CLIQUE

. Beklenti Maksimize
—-{ Model tabanh kiimeleme ‘—.‘ Il. SOM

lil.  CobWeb

Sekil 4. Bu calismada incelenen kiimeleme yontemlerinin
siniflandirilmasi.

3.4.1. Hiyerarsik kiimeleme yontemleri

Kiimeleme analiz ydntemlerinden birisi hiyerarsik
kiimeleme yontemidir (Joshi ve ark., 2013). Bu kisimdaki
algoritmalar sezgisel b6lme veya birlestirme tekniklerini
kullanarak kiime agac1 ya da baska bir deyisle
dendrogram olustururlar (Hamerly ve Elkan, 2003). Bir
dendrogram bir grup varlik arasindaki benzerlik
iliskilerini temsil eden bir dallanma semasidir (Murtagh,
1984). Bir kiime agaci ise, her kiimelemede veri
kiimesinin bir boliimii olan kiimelenme dizisini gosteren
bir agactir (Leung ve ark., 2000).

Kiime agacini olusturmak igin bélme ydntemini kullanan
algoritmalara boliicli denilmektedir. Ayn1 zamanda

kiimelenme agacini  olusturmak i¢in birlestirme
yontemini kullanan algoritmalara ise aglomeratif
denilmektedir (Turi, 2001). Hiyerarsik kiimeleme,

hiyerarsik ayrismanin asagidan yukariya (birlesme -
aglomeratif) veya yukaridan asagiya (bdlme - bdliinme)
bir yaklasimla olusturulmasina bagh olarak Sekil 5’deki
gibi ikiye ayrilmaktadir (Rao ve Gudivada, 2018).

a) Aglomeratif hiyerarsik kiimeleme

Aglomeratif  hiyerarsik  kiimeleme,  yapraklarda
depolanan veri elemanlarindan baslayarak ikili bir
birlestirme agacinin olusturulmasiyla ve en yakin alt
kadar,
birlestirilerek devam eder. X'in tiim &gelerini iceren agag

kiimelerin ~ kdkiine ulasana ikiser ikiser
A(Xi, Xj) ile X'in herhangi bir iki alt kiimesi arasidaki
mesafeye, baglanti mesafesi olarak adlandirilmaktadir.
Bu teknige ayrica aglomeratif hiyerarsik kiimelemede
denilmektedir (Nielsen, 2016). Aglomeratif Hiyerarsik

Kiimeleme, tek gozlem kiimeleriyle baslar ve giderek
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daha fazla gozlem igerirr. Ayn1 zamanda daha az sayida

kiime olusturur ve cift olan kiimeleri bir biriyle birlestirir

(Myatt ve Johnson, 2009). Aglomeratif kiimelemenin

olusturma adimlar1 (Rao ve Gudivada, 2018) dediklerine

gore asagidaki gibi ilerlemektedir;

1. Her veri noktasi tekil bir kiime olarak farz edilir.

2. Oklid mesafesi hesaplamanin her yinelemesinden
sonra, minimum mesafesi olan iki kiimeyi birlestirir.

3. Tim o6rneklerin tek bir kiime haline geldiginde
kiimeleme islemi durdurulur. Aksi takdirde 2. adima
geri donilir.

Aglomeratif metodu

ABCD

Boliicii metodu

A8 1) 3

Sekil 5. Aglomeratif ve Boliicii kiimelemenin 6rnek akis
sekli.

En popiiler iki aglomeratif hiyerarsik algoritma, tek
baglanti (Sneath ve Sokal, 1973) ve tam baglanti
(Anderberg, 2014) algoritmalaridir. Tek baglantil
algoritmalari, iki kiimenin en yakin iki noktasi arasindaki
mesafeyi kesisim mesafesi olarak kullanir (Turi, 2001).

diSt(Ci ,C]) = min{dist(oi ,oj)loi € Ci ,0; € C]} (7)
ote yandan tam baglantili algoritmalari, kesisim mesafesi

olarak en uzak iki noktanin mesafesini kullanir (Turi,
2001).

dist(Ci ,Cj) = max{dist(oi ,oj)|oi €(;,0; € C]-} (8)

Genel olarak tek baglantili algoritmalari 6zet kiimeler
olustururken, tam baglantili algoritmalar uzun kiimeler
olusturur ve bundan dolay1 tam baglantili algoritmalari,
tek baglantili algoritmalarindan daha kullanighdir (Jain
ve ark,, 1999).

b) Boliicii hiyerarsik kiimeleme

Boliici hiyerarsik kiimeleme, ayni kimedeki tiim
nesnelerin ardindan siirekli tekrarlamanin baslamasiyla
baslar. Bir kiime, 6zelliklerine bagl olarak daha kiigiik
kiimelere ayrilir. Bu islem her bir nesne bir kiimeye dahil
olana kadar veya sonlandirma sarti saglana kadar devam
eder (Reddy ve ark, 2017). Boliicii kiimelemenin
olusturma adimlar1 (Rao ve Gudivada, 2018) dediklerine
gore asagidaki gibi ilerlemektedir;

1. Kimedeki tiim veri noktalariyla baslar.

2. Her yinelemeden sonar, en az uyumlu olan noktalari
kiimeden cikarilir.
3. Her ornek kendi tekli oldugunda
durdurulur. Aksi takdirde 2. Adima geri doniiliir.
Boliici  hiyerarsik kiimelmenin bagka bir adida
literatiirde DIANA (Divisive Analysis - Boliicii Analizi)
olarak gec¢mektedir. Bu algoritma ilk olarak veri
kiimesindeki tiim veri noktalarini goézlemlenmesiyle
baslar ve daha sonra istenen sayida kiime elde edilene
kadar kademeli olarak béler. Ozet olarak bu yéntemin iki
temel agamasi vardir. Birincisi boliinecek uygun bir kiime
bulmaktir ve ikincisi ise se¢milmis kiimenin iki yeni
kiimeye nasil boliineceginin belirlemektir (Thilagavathi
ve ark, 2013).
Hiyerarsik kiimelemenin avantajlar1 (Berkhin, 2006)

kiimesinde

siraslyla; verilerin yogunlugu konusunda esnek davrana
bilmesi, tim bigimlerini
degerlendirebilmesi ve tiim tirleri  ile
uygulanabilmesidir.

Hiyerarsik kiimelemenin dezvantajlar1 (Berkhin 2006)
ise degisken sayisi arttik¢a yapilacak islem miktarinin
artacagindan dolay biiyiik veri setlerinde zaman alici bir
yontemdir. Bu yontemde daha 6nce yapilan herhangi bir
islemi geri alamadigimizdan dolay1 giriltili veriye
oldukca duyarhdir.

Hiyerarsik kiimelemenin dezavantajlarin1 azaltamk ve
kalitesini arttirmak i¢in umut verici bir taraf, hiyerarsik
kiimelemeyi diger kiimeleme teknikleri ile kolayca
entegre edilmesidir. Bu kisimda popiiler olan gelistirilmis
hiyerarsik kiimelemelerden Cure (Guha ve ark., 1998),
Birch (Zhang ve ark, 1996), Chameleon (Karypis ve ark.,
1999) ve Rock (Guha ve ark., 2000) anlatilmistir.

Cure

Cure kiime merkezleri ve tiim veri noktalar: arasinda bir
denge olusturan aglomeratif hiyerarsik kiimeleme
algoritmasidir. Ayrica Cure temel olarak veri kiimesinin
boéliimlenmesini kullanan bir algoritmadir. Bu algoritma
biiyiik veritabanlarinin islenmesi i¢in rastgele 6rnekleme
ve boélimleme kullanir. islemde veri
kiimesinde rastgele secilen bir érnek 6nce béliimlere

uzakllk ve  mesafe

olcek

Bu yapilan

ayrilir ve sonra her bolim kismi kiimelenir. Daha sonra
bu kismi kiimeler tekrar istenilen kiimeleri elde etmek
icin ikinci asamada kiimelenir (Guha ve ark., 1998).

Cure algoritmasinda her kiime bir kiimenin kenarligini
temsil eder. Temsili bir nokta icerdigi bu algoritma veri
kiimeleri béliimler. {lk énce temsili noktalar daginik
nesnelerden secilir ve daha sonra secilen bu noktalar
bliziilme faktorii olarak taninan bir faktdr tarafindan
hareket
algoritmada Kiimenin merkezine dogru kullanilan
ilerleme yontemi, kiime sekillerinin diizensizligini azaltir.
Bundan dolay1 bu algoritma kiiresel olmayan sekillerde

kiimenin merkezine taraf ettirilir.  Bu

ve c¢esitli biylik boyutlarda olan kiimelerde daha
verimlidir. Dolaysiyla bu algoritma biiyiik veritabanlar
icin kullamighdir (Kaur, 2015) ve aykir1 degerlerin ele
alinmasi i¢cinde iyi bir yéntemdir (Dunham, 2006).
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Birch

Birch hiyerarsik kiimeleme ve yinelemeli boliimleme gibi
diger kiimeleme yontemlerinin birlestirilmesi ile ¢ok
miktarda  sayisal kiimelenmesi  i¢in
tasarlanmistir. Cok adimli kiimeleme yapmak igin
hiyerarsik bir veri yapisi olan kiimeleme o&zellik agaci
olusturulur (Zhang ve ark, 1996). Kiimeleme o&zellik
agacl, nesnelerin kiimeleri hakkindaki bilgileri 6zetleyen
ii¢ boyutlu bir vektdére deniliyor. Bir kiimeleme o6zellik
agaci, yliksek dengeli bir hiyerarsik
kiimelemeyi gerceklestirmek i¢in kiimeleme 6zelliklerini
depolamaktadir (Reddy ve Ussenaiah, 2012). Ayrica
Birch ana bellek tabanli bir kiimeleme algoritmasidir.
Dolaysiyla kiimeleme islemi bir bellek kisitlamasiyla
gerceklestirilir. Bu algoritma aslinda 2 asamadan
olusmaktadir (Han ve ark., 2011).

1. Kimeleme o6zellik agacinin baslangic bellegini
olusturmak i¢in veri tabani taranir.

2. Kimeleme o6zellik agacinin yaprak diigiimlerini
kiimeleme icin rastgele bir kiimeleme algoritmasi
kullanilir.

Birch  kiimeleme algoritmasi  6lceklenebilir  bir
algoritmadir. Dolaysiyla sadece tek bir tarma ile yeni
kiimeler bulabilir ve eger tarama sayisi arttirilirsa kiime
kalitesi de artacaktir. Ayrica bu algoritma 6nceki adima
geri donme o6zelligine sahiptir. Ancak bu kiimeleme
yontemi sayisal olmayan verileri isleyemez (Xu ve
Wunsch, 2005).

Chameleon

Chameleon kiimeleri birlestirmek amaciyla dinamik
modelleme kullanan aglomeratif hiyerarsik kiimeleme
yontemidir. Bu teknikte kullanicinin bilgi saglamasina
gerek yoktur. Ancak kiimeleri kendilerine 6zgi
ozelliklerine gore birlestirilmis bir sekilde ayarlar
(Berkhin 2006). Bu yontem kiimelerin aralarinda olan
benzerligini bulmak icin kiimelerin birbirine olan
baghligini ve yogunlugunu kullanir (Shah ve Nair, 2015).
Chameleon’da kiime benzerligi, nesnelerin bir kiime
icinde birbiriyle ne kadar iyi bagli olduguna ve kiimelerin
yakinhigina baghdir. Dolaysiyla aralarindaki baglanti

verilerin

agactir ve

ylksekse ve birbirlerine yakinlarsa iki kiime birlestirilir.
Bu nedenle Chameleon statistlige bagh degildir ve
birlestirilen kiimelerin i¢ 6zelliklerine otomatik olarak
uyum saglar. Dolaysiyla birlestirme islemi dogal ve
homojen kiimelerin bulmasii kolaylastirir (Han ve ark,
2011).

Chameleon algoritmasinin temel o&zelliklerinden birisi
kiimelerin aralarindaki benzerligi bulmak i¢in kiimelerin
birbirine olan baghligini ve yogunlugunu kullanmasidir.
Bundan dolay1 bu algoritma rastgele sekiller ve degisen
yogunluk kiimeler i¢in uygun bir yontemdir (Kaur, 2015).
Ayrica bu algoritma seyrek bir grafik olusturmak i¢in k-
en yakin komgu grafik yaklagimini kullanir (Cherng ve Lo,

Bu algoritma bir hiyerarsik kiimeleme algoritmasidir.
Ayn1 zamanda kategorik ve
calismaktadir. Rock en yakin komsu, yer degistirme ve
hiyerarsik  aglomeratif  kiimeleme  ydntemlerini
birlestirmektedir (Guha ve ark., 2000). Bu algoritmada
rastgele bir 6rnekleme yontemi uygulanir, daha sonra
kiimeler arasindaki mesafeyi bulmak i¢in hiyerarsik
kiimeleme algoritmasi kullanilir ve son olarak ta tim
veriler etiketlenir (Kaur, 2015).

Rock algoritmasinin kategorik verileri kiimelemek icin en
kullanigh algoritma olmasinin nedeni, iki veri noktasi
arasindaki benzerligi bulmak i¢in Jaccard veya kosiniis
benzerlik katsayilarini kullanabiliyor olmasi ve ayrica
komsular1  belirlemek i¢cin  baglanti
kullanabilmesidir (Tyagi ve ark, 2012). Bu algoritma
biiyiik, gercek ve sentetik veri setlerini calistirabilir.
Ayrica Kkategorik bir veri setini etkin bir sekilde
isleyebilir. Ancak bu algoritma artimli veri kiimelerini
desteklemez (Dabhi ve ark., 2016).

3.4.2, Hiyerarsik olmayan(boéliimsel) kiimeleme
yontemleri

Boéliimleme ydntemi bir kiimeleme analizi yontemidir. Bu
yontem bir dizi n nesnesinin verildigi ve veri kiimesinin
bir nesnel béliimleme 6l¢iitiinii en aza indirmek i¢cin k < n
sartinl saglayarak ve her kiimeninde benzer nesneler
icerdigi bir dizi k kiimesine boliindigi bir tekniktir (Sekil
4). Bu yontemle elde edilen k kiimeleri iki sart1 saglamasi
gerekiyor: Birincisi Her kiimede en az bir nesne
bulunmalidir ve ikincisi ise Her nesne kesinnikle bir
kiimeye ait olmahdir (Rezende ve Esmin, 2010).
Boliimsel kiimeleme yo6ntemleri,
boliimini yinelemeli olarak olusturur; buradaki objektif
fonksiyonu, n-boyutlu uzayda piksel vektériinden kiime
prototipine olan mesafelerin toplami ile tanimlanir
(Frigui ve Krishnapuram, 1997). Bu ydnteme ayni
zamanda hiyerarsik olmayan kiimeleme yontemi de
denilir, ¢linkii yalnizca bir kiime kiimesi tipik bir kismi
kiimeleme algoritmasi olusturur (Han ve ark., 2012).
Béliimleme kiimeleme algoritmalari, veri kiimesini daha
onceden belirtilen kiime sayisina boler. Bu algoritmalar

boole verileri ile

yontemini

verilerin tek bir

belirli kriterleri (6rnek olarak Kare hata fonksiyonu) en

aza indirmeye c¢alisir ve bu nedenle optimizasyon

problemleri olarak degerlendirilebilir (Leung ve ark,

2000). Boliimleme kiimeleme algoritmalar1 genel olarak

yerel optimaya donilisen yinelemeli algoritmalardir.

Yinelemeli kiimeleme algoritmasinin adimlar1 (Hamerly

ve Elkan, 2002) dedigine gore sunlardir;

1. Kkiimesinn merkezlerini rastgele se¢

2. Her bir xi veri noktasi i¢in m(cj | xi) tyeligini ve her
bir merkez cj ve agirhgini w(xi) larini hesaplayin

3. Her bir ¢j icin, konumunu tim veri
noktalarindan yeniden hesaplayin ve

merkez
k kiime
merkezlerini yeniden hesaplamak icin asagidaki

2001). formiili kullanin.

Rock

Rock algoritmasi 2000 yilinda Guha, Rastogi ve Shim c = Ticam(cj | xpw(x)x; )
tarafindan  6nerildi. Rock algoritmasina ashnda J iy mlej | xpwxp)

baglantilar1 kullanan gii¢lii bir algoritma denilmektedir.
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ikinci ve {giinci asamayr durdurma kriteri
karsilanincaya kadar devam ettirin.

Yukaridaki algoritmada m(c |[xi) , xi Orneginin k
kiimesine iiye olup olmadigini élcen fonksiyondur. Uyelik

islevi m(cj | xi) asagidaki kisitlamalari karsilamalidir:

m(cj |xi) =>0,i=1,..,nvej=1,..,n

n

Zm(cj |xi) =1

i=1

Agirlik fonksiyonu wi(xi), Esitlik (9)'da bir sonraki
yinelemede merkezlerin yeniden hesaplamasinda xi
orneginin ne kadar etkisi oldugunu tanimlar (w(xi) > 0
oldugunda) (Hamerly ve Elkan, 2002).

Boliimsel kiimeleme algoritmalarinin en popiiler
olanlarindan k-ortalama algoritmasi (Forgy, 1965), k-
medoids algoritmas1 (Kaufmann, 1987), k-harmonik
ortalama algoritmasi (Zhang ve ark. 1999) ve bulanik c-
ortalama algoritmast (Ruspini ve Control, 1969)
asagidaki kisimda anlatilmistir.

K-ortalama algoritmasi

Son yillarda dagitilmis ve parallel hesaplamaya dayanan
bir¢ok kiimeleme algoritmasi énerilmistir. ilk olarak Mac
Queen 1967’de bu algoritmay: onerdi; ancak standart
algoritma 1957’de Stuart Lloydin tarafindan énerilmistir.
Bazen K-Means algoritmasi Lioyd-Forgy olarak ta anilir;
¢linkli 1965’te Forgy ayni yontemi yayinlamistir (Singh
ve Security, 2015).
En yaygin
algoritmalarindan biri olan k-ortalama algoritmasinin
ettigi objektif asagida
verilmistir(Forgy, 1965).

Ji—means = Z?=1 Z?:l ”xi(j) - Cj”Z (10)

kullanilan boliimsel kiimeleme

optimize fonksiyonu

Boylece k-ortalama algoritmasi kiime icinde mesafeyi en
aza indirmeye calisir (Hamerly ve Elkan, 2002). K-
ortalama algoritmasi k merkezleri ile ¢alismaya
baslar(merkezler icin baslangic degerler énce rastgele
secilir ya da o©nceden verilmis bilgilere dayanarak
tiiretilir). Akabinde veri kiimesindeki her bir numune en
yakin kiimeye atanir. Son olarak kiime merkezleri
verilerin mesafesine gore tekrar hesaplanir ve bu islem
kiime merkezlerinin  degismedigi slirece kadar
tekrarlanir.

k-ortalama algoritmasi i¢in tiyelik ve agirlik fonksiyonlari

asagidaki sekilde tanimlanir(Hamerly ve Elkan, 2002).

5 2
m(g|x;) = {1 if”xi(]) gl = arg mink{”xfn - c}-”Z (1
0 otherwise

w(x;) =1 (12)

k-ortalama algoritmasinin performansi, cesitli mesafe
olciitleri ile bir¢cok veri setinde (6rnegin Iris, Wine, Vowel
vs) Olcilmistir ve bu algoritmanin performas;,

kullanilan veri tabanina ve mesafe Olgiitlerine bagh

oldugu sonucuna varilmistir(Thakare ve Bagal, 2015).

K-ortalama algoritmasinin asamalar1 (Hartigan ve Wong,

1979) dediklerine gore asagidaki gibi ilerlemektedir;

1. K kime sayisi belirlenirken, her kiimenin agirlikh
ortalamasi olan kiime merkezi hesaplanir.

2. Her nesnenin segilen kiime merkezine olan uzaklig
hesaplanir ve bu uzakliklara gére her nesne yakin
oldugu kiimeye dahil edilir.

3. Yeni kiime merkezlerini hesaplamak i¢in artan ya da
azalan nesnelere gore ortalamalari

hesaplanir.

4. Kime merkezleri degismeyene kadar bu islem

agirlikh

tekrarlanir.

k-ortalama algoritmasinin avantajlari (Turi, 2001);

1. k-ortalama algoritmasinin uygulamasi ¢cok kolaydir.

2. Zaman karmasikligt O(Np) oldugu icin biiyiik veri
ktimeleri i¢in bile uygundur.

k-ortalama algoritmasinin dezavantajlari (Davies, 2004);

1. Algoritma verilere baghdir.

2. Baslangi¢ kosullarina bagh bir algoritmadir.

3. Kullaniaa  kiime onceden belirlemesi
gerekiyor.

k-ortalama algoritmasinin en biiyiik dezavantaji, farkl

sayisinl

kiimeleri tireten baslangigtaki k merkezlerin secilmesidir.
Ancak algoritmanin son kiime Kkalitesi, baslangictaki
merkezlerin secimine baghdir ve bu orijinal k degerini
bulmamiza bir smir getirir (Nazeer ve Sebastian, 2009)
ayrica k-ortalama algoritmasi her bir veri nesnesi ile her
bir yinelemedeki tiim kiime merkezleri arasindaki
mesafeyi hesaplamasi gerekmektedir. Bu tekrarl stireg k-
ortalama algoritmasinin verimliligini etkilemektedir (Na
ve ark,, 2010).

K-medoids algoritmasi

K-ortalama algoritmasinda verilerin aralarindaki deger
asirt  derecede farkliysa, elde kiimeleme
sonuglarinda diizensiz degisikler olacaktir. Bu nedenle k-

edilen

ortalama algoritmas1 giriltili verilere ve aykiri
degerlere ¢ok duyarhdir. Dolaylisiyla algoritmanin
performansini kotii etkiler (Swarndeep Saket ve Pandya,

2016). K-ortalama algoritmasinin bu sekil
dezavantajlarini ortadan kaldirmak icin k-ortalama
algoritmasina  benzeyen k-medoids algoritmasini

kullanilmasi gerekmektedir (Bhat ve Control, 2014; Han
ve ark,, 2012; Hartigan ve Wong, 1979).

Medoids etrafinda béliinme olarak da adlandirilan bu
algoritma 1987'de Kaufman ve Rousseeuw tarafindan
Onerilmistir (Pujari, 2001). K-medoid, k-ortlama’da
oldugu gibi ortalama degerlerin kiime
merkezindeki ger¢ek nesneler kullanilmaktadir (Khatami
ve ark, 2015; Jayaswal ve ark, 2017). K-ortalama

yerine

algoritmasi gibi calisan k-medoids kiimelemesi, mesafe
Olciistinii bir kez hesaplamakta ve her yinelemeli adimda
yeni medoidlar1 bulmak i¢in kullanir (Park ve ark., 2006).
K-medoids algoritmasinda ilk olarak her kiime nesnesi
icin bir merkezi nokta olarak temsilci segilir. Geri kalan
nesneler, merkez noktas1 yonergelerine gére en yakin
kiimeye yeniden atanir. Daha sonra her bir temsilci nesne
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temsilcisi olmayan nesne ile degistirerek kiimelemenin
kalitesini arttirincaya kadar devam ettirilmektedir. K-
algoritmasinin  optimize ettigi  objektif
fonksiyonu asagida verilmistir (Zhang ve ark., 2006).

medoids

Jk—medoias = Z?=12?=1|xi - le (13)
K-medoids algoritmasinin asamalar1 (Kaufmann, 1987)
dedigine gore asagidaki gibi ilerlemektedir.

1. Baslangicta rastgele k adet medoid merkezi segilir.

2. Her nesnenin secilen kiime merkezlerine olan
uzakligi hesaplandiktan sonra veri kiimesindeki
nesneler bu uzakliklara gore en yakin olan medoide
atanir.

3. Medoidlerin yer deistirmesinin toplam maliyeti
hesaplanir

4. Mevcut toplam maliyeti ile bir 6nceki toplam maliyet
arasindaki fark alinarak degistirme
hesaplanir.

5. Degistirme maliyeti sifirdan biiyiik veya sifira esit
cikana kadar 2, 3 ve 4 asamalarini tekrarlayin.

k-medoids algoritmasinin avantajlari (Uppada, 2014);

1. K-medoids algoritmas1 giiriiltiilii verilere karsi ¢ok
saglamdir.

2. K-medoids algoritmasi aykir1 verilere karsi hassas
degildir.

k-medoids algoritmasinin dezavantajlar1 (Uppada, 2014);

1. Farkli baslangic medoidler son kiimenin seklini ve
etkisini etkiler.

2. Digbiikey
hassastir.

K-harmonik ortalama algoritmasi

K-harmonik ortalama algoritmasi (Zhang ve ark. 2000;

Zhang ve ark,, 1999) 1999 yilinda Zhang, Hsu ve Dayal

tarafindan  sunulmustur. Daha sonra

ortalama algoritmast Hamerly ve Elkan tarafindan
degistirilmistir(Hamerly ve Elkan, 2002). Bu algoritma
desen tanima ve uzaktan algilanan veri kiimeleme gibi
bir¢ok alanda kullanima sahiptir. Ayni zamanda bu
algoritma merkeze dayali bir kiimeleme algoritmasidir ve
her veri noktasindan merkezlere olan mesafelerin

maliyeti

olmayan kiimelerin kiimelenmesinde

k-harmonik

harmonik ortalamalarini performans islevinin bilesenleri
olarak kullanir (Mahi ve ark, 2015). K-harmonik
algoritmasinin  optimize ettigi objektif
fonksiyonu asagida verilmistir (Hamerly ve Elkan, 2002).

ortalama

m

m 1

j=1 @
i el

H(x) = ?:1 (14)

Burada a kullanici tarafindan belirlenen bir parametredir
ve genellikle a = 2 olarak belirlenir.

k-harmonik ortalama algoritmasi i¢in iyelik ve agirlik
fonksiyonlar1 asagidaki sekilde tanimlanir (Hamerly ve
Elkan, 2002).

—a-2
llxi— <)l

_— (15)
Sl e T2

m(cj|xi) =

k -a-2
Zjzallxi—gll

w(x;) = -
2 EKallxi= e 752

(16)

k-harmonik algoritmasinin asamalar1 (Hamerly ve Elkan,

2002) dediklerine gore asagidaki gibi ilerlemektedir.

1. K baslangic kiime merkezlerini c¢=(cscz,...,c)’'dan
rastgele n nokta x=(x1,xz,...Xxn) den segilir

2. Amac¢ fonksiyonu degerini Esitlik (14)'deki gibi
hesaplanir.

3. Her bir xi veri noktasi i¢in tiyelik fonksiyon islevini
Esitlik (15) ve her bir agirlik merkezleri icin Esitlik
(16) formiilleri ile hesaplanir.

4. Her bir ¢; merkez i¢in, tiim veri noktalarin konumu
yeniden hesaplanir ve k kiime merkezlerini yeniden
hesaplamak i¢in Esitlik (9)'u kullanilir.

5. Ikinci, ticiincii ve dérdiincii asamay1 durdurma kriteri
karsilanincaya kadar devam ettirilir.

Daha o6ncede belirtildigi lizere k-ortalama algoritmasinin

genel olarak, yerel optimaya dismesi ve

merkezlerinin baslangic merkezlerine bagh kalmasi
algoritmanin temel eksigidir. Ancak k-harmonik ortalama
algoritmas1 merkeze dayali ve yinelemeli bélimlenmis
kiimeleme  algoritmast  oldugu i¢cin  k-ortalama
algoritmasiin baslangi¢ kiime merkezlerine bagh
kalmasin ortadan kaldirir (Tian ve ark. 2009; Zhang ve
ark, 1999). Daha dogrusu k-harmonik ortalama
algoritmas1 baslangi¢c kosullarina daha az hassastir

(Alldrin ve ark., 2003). K-ortalama algoritmasinin aksine

k-harmonik ortalama algoritmas1 her veri noktasinin

merkeze olan wuzakliklarinin harmonik ortalamasini
kullanir. algoritmas1 gibi  k-harmonik
kiimeleme algoritmasi da yerel optimumlarda sikisabilir.

Bu problemi ¢6zmek ve kiimeleme Kkalitesini arttirmak

icin bazi arastirmacilar k-harmonik ortalama algoritmasi

ile global optimizayson algoritmalarini birlestiren hibrit
yontemler kullanirlar (Emami ve ark., 2015; Guo ve Peng,

2008).

Bulanik c-ortalama algoritmasi

Bulanik c-ortalama algoritmasi

ortaya ¢ikmistir ve 1980’lerin basinda algoritmanin

kiime

K-ortlama

1970’lerin sonunda

bulanik kiime teorisi gelistirilmistir (Bezdek, 1973;
Bezdek, 1981; Bezdek ve Pal, 1994; Bezdek ve
Intelligence, 1980; Ruspini ve Control, 1969; Ruspini,
1970). Bulanik c-ortalamasi bazen bulanik k-ortalama da
adlandirilir. Dolaysiyla bulanik c-ortalama algoritmasi, k-
ortalama algoritmasinin baska bir versiyonudur ve amaci
optimal bir bulanik bélim bularak belirli bir objektif
fonksiyonunu en aza indirmektir (Bezdek, 1981; Bezdek
ve Intelligence, 1980). Bu algoritma cesitli giris veri
noktalar1 arasindaki mesafeye dayali analiz etmek i¢in
kullanilir. Dolaysiyla bu algoritma bir veri kiimeleme
teknigidir (Chen ve ark, 2004). Aslinda bu algoritma
Ruspini tarafindan énerilen bulanik c-bélme kavramina
dayanmaktadir (Ruspini, 1970). Bulanik bir c-bdlme
keskin bir bolmenin genellemesidir. Keskin bir bélmede
siniflar arasindaki sinir net bir sekilde bellidir. Dolaysiyla
her bir nesne sadece bir sinifa ait olmasi gerekmektedir.
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Ancak bulanik bir bélmede bir nesne farkli derecelerde
farkl Bundan dolay1 keskin
boliimlerin bulunmasinin zor veya imkansiz oldugu
durumlarda bu algoritma ¢ok yararlidir (Ruspini, 1970).
Bulanik c-ortalama algoritmas1 en kiigiik kare hata
Ol¢iitiiniin bulanik bir uzantisina dayanmaktadir. Bulanik
c-ortalama algoritmasinin, k-ortalama algoritmasina goére
avantaji, bulanik c-ortalama algoritmasi her bir nesneye
ve kiimeye bir dereceye kadar iiyelik atamasidir. Daha
oncede belirtildigi lizere bulanik c-ortalama algoritmasi
kiimeler  arasindaki = ¢akismalarin  oldugu  veri
kiimelerinde daha uygundur (Bezdek, 1980; Bezdek,
1981).

Bulanik c-ortalama algoritmasinin optimize ettigi objektif
fonksiyonu asagida verilmistir (Bezdek, 1981).

siniflara ait olabilir.

2
Fe_ortatama = ?:1 Zﬁ'C:l u£j||xi - Cf” (17)
Yukaridaki r bulanik tissiidiir ve r = 1 olmalidir. Ancak
burada r degeri arttikca algoritma daha da bulanik bir
hale gelecektir. Uyelik islevi asagidaki kisitlamalar
karsilamalidir.

u; =0, j=1..,k vei=1,..,n

Yhiw; =1, j=1,.,k (18)

Bulanik c-ortalama algoritmas: igin tyelik ve agirhk
fonksiyonlar1 asagidaki sekilde tanimlanir (Hamerly ve
Elkan, 2002).

-2/(r-1)

-2/(r-1) (19)

flci=¢;ll
u(e | x) =
S qllxi= ¢l

w(x) =1 (20)

Bulanik c-ortalama algoritmasinin asamalar1 asagidaki

gibi ilerlemektedir (Rao ve ark., 2010).

1. Rastgele tyelik matrisini Esitlik (18) kullanarak
baslatiniz.

2. Her bir ¢; merkez i¢in, tim veri noktalarin konumu
hesaplanir ve k kiime merkezlerini hesaplamak i¢in
Esitlik (9) kullanilir.

3. Veri noktalar1 ve merkez kiimelerin arasindaki
farklilig1 Esitlik (1) kullanarak hesaplanir.

4. Yeni lyelik matrisini glincellemek icin Esitlik (17)
kullanilir.

5. Kiime merkezleri degismeyene kadar 2, 3 ve 4’lincii
asamalari tekrarlayin.

3.4.3. Yogunluk tabanl kiilmeleme yontemleri

Daha oncede belirtildigi tlizere boliimsel kiimeleme

yontemleri nesneler arasindaki mesafe

kiimelemek i¢in kullanirlar. Genel olarak bu yontemle
bicimdedirler. Ancak bu
yontemle rastgele sekilli kiimeleri bulmak miimkiin
degildir. Bundan dolay1 boéyle kiimeleri bulmak igin
yogunlugu temel alan yogunluk tabanh

yontemleri kullanilir (Kokate ve ark., 2018).

Olciistint

dretilen kiimeler kiiresel

kiimeleme

Yogunluk tabanli kiimeleme kavrami 1988 yilinda Jain ve
Dubes tarafindan yogunluk tahmini ve mod arayisiyla
kiimeleme  olarak adlandirilan  konu  lizerine
arastirllmistir (Jain ve Dubes, 1988). Yogunluk tabanlh
kiimeleme, yiiksek yogunluklu alanlar olusturarak nesne
gruplarinin gelmektedir.
Genellikle ytiksek yogunluklu alanlarin etrafinda olan
disiik yogunluklu alanlar giiriiltiilii kisim olarak Kabul
edilir (Kriegel ve ark., 2011; Rodriguez ve Laio, 2014).
Veri kiimesinin dagilim yogunlugunu 6grenmek i¢cin 6énce
veriler oOrtismeyen hiicrelerden olusan bir i1zgaraya
boéliiniir ve daha sonra bir histogram grafigi yardimiyla
asag1 yukari fikir elde etmek mimkiindiir (Ester ve ark,

1996). Bu elde edilen histogramda kiime merkezleri

tanimlanmas1  anlamina

yuksek veri vektori frekansina sahip 1zgara hiicreleridir
(Jain ve Dubes, 1988).

Yogunluk tabanli kiimeleme genellikle literatiirde
parametrik olmayan bir yontem
tanimlanmaktadir. Dolaysiyla kiime sayisinin ek bir
parametre olarak verilmesi gerekmez. Ayrica veri
kiimesinin yogunluk dagilimi veya kiimelerdeki varysans
hakkinda varsayimlarin belirlenmesine ihtiya¢ duymaz
(Jain ve Maheswari, 2012; Kriegel ve ark, 2011;
Melnykov ve ark., 2015). Yogunluk tabanli kiimeleme
algoritmalar bir alandaki veri nesnelerinin yogunluguna
bagh Yogunluk

kiimelemenin temel fikri, bir kiimenin her bir 6érnegi i¢in

olarak

olarak  kiimeler bulur. tabanl
belirli bir yaricapin ve komsusunun en az minimum
saylda 6rnek icermesidir (Chauhan, 2014). Bu yontemin
amacl dagilim parametrelerini
tanimlamaktir. Ayrica bu yéntem disbiikey olmayan
rastgele sekilli kiimeleri kesfetmek icin tasarlanmistir
(Rokach ve Maimon, 2005).

Yogunluk tabanli kiimeleme yo6nteminin avantajlari
(Rokach ve Maimon, 2005);

1. Degisik boyutlardaki kiimeleri bulabilir.

2. Gurultili ve aykir: degerlere karsi giiglidiir.
Yogunluk tabanli kiimeleme yonteminin dezavantajlari
(Rokach ve Maimon, 2005);

1. Giris parametrelerin ayarlanmasina karsi hassastir.

kiimeleri ve

2. Yiiksek boyutlu veri kiimeleri i¢cin uygun degildir.

3. Kiime tanimlayicilari ¢cok zayiftir.

Yogunluk tabanli kiimeleme yodnteminin O6nemli
algoritmalarindan DBSCAN (Ester ve ark., 1996; Kriegel
ve ark., 2011), OPTICS (Ankerst ve ark., 1999) ve DenClue

(Hinneburg ve Keim, 1998) asagidaki kisimda
anlatilmistir.

DBSCAN

En popiler olan yogunluk tabanli kiimeleme

algoritmalarindan biri olan DBSCAN, 1996 yilinda Ester
ve arkadaslar1 tarafindan Onerilmistir. Bu algoritma
bliytik veri kiimeleri i¢in verimli oldugundan dolay:
yaygin bir popiilerlik kazanmistir. Ayrica hiyerarsik ve
bélimsel kiimeleme algoritmalarindan daha iyi bir
performans gostermektedir. Ancak bu performans
verilerin boyutlarina da baghdir (Kotsiantis ve ark,
2004). Bu algoritma ‘S’ sekli ve oval olan kiimeleri
bulmak i¢in tasarlanmistir (Rokach ve Maimon, 2005). Bu
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algoritmanin iki giris parametresi vardir. Birincisi
yaricapidir ve r ile gésteriliyor. ikincisi ise k ile gésterilen
minimum vektor sayisidir. Bu iki deger gbéz Oniine
alindiginda, bir veri vektdriiniin yerel yogunlugu, veri
vektoriniin yarigcapinda ki ile gosterilen veri vektorlerin
sayis1 olarak tanimlanir (Gupta, 2014). Gegtigimiz
yillarda DBSCAN algoritmasi bir¢ok arastirma konusu
olmustur. Bundan dolay:1 literatiirde bu algoritmanin
bircok uzantist1 Onerilmistir (Bé6hm ve ark, 2009;
Brecheisen ve ark., 2004; Brecheisen ve ark., 2006; Ester

ve ark, 1996; Kailing ve ark., 2004; Lai ve Nguyen,
2004).
DBSCAN algoritmasinin  adimlar1t  asagidaki  gibi

ilerlemektedir (Han ve ark., 2012).

1. Baslangicta tiim nesneler ziyaret edilmemis olarak
isaretlenir.

2. Rastgele ziyaret edilmemis bir m nesne secilir ve bu
m nesnesi ziyaret edilmis olarak isaretlenir.

3. Cevresindeki en az minimum sayida nokta olup
olmadigl kontrol edilir ve ardindan m noktasi
giirtltiilii veri olarak kabul edilir.

4. Yeni bir C kiimesi olusturulur ve m noktasi C
kiimesine eklenir.

5. m noktasinin etrafindaki kalan tiim nesneler N'ye
eklenir.

6. Tim nesneler ziyaret edilene kadar, N'nin ziyaret
edilmemis her bir nesnesi adimlar
tekrarlanir.

DBSCAN algoritmasinin avantajlari (Joshi ve ark., 2013);

1. Kiime sayisinin 6nceden belirlenmesine gerek yoktur.

2. Islem siiresi cok hizlidir.

3. Kiiresel olmayan sekilli kiimeleri bulabilir.

4. Aykirn degerleri tespit edebilir.

DBSCAN algoritmasinin dezavantajlar1 (Joshi ve ark,

2013);

1. Verilerin degisebilen yogunlugu varsa kiimeleri
bulmakta zorlanir.

icin aym

2. Yiksek boyutlu veriler igin uygun bir ydntem
degildir.
3. Yarigapin ve komsusunun en az minimum sayisi

onceden kullanici tarafindan belirlenmesi
gerekmektedir.
OPTICS

OPTICS algoritmas1 1999 yilinda Mihael Ankerst, Markus
M. Breunig, Hans-Peter Kriegel ve Jorg Sander tarafindan
algoritmanin ana  fikri DBSCAN
algoritmasiyla  ¢ok Ancak  DBSCAN
algoritmasiyla olan farki verilerdeki degisen yogunlugun
anlamh kiimeler bulunmasinda sorun olmamasidir
(Firdaus ve Uddin, 2015). Baska bir deyisle OPTICS diger
yogunluk tabanli kiimeleme algoritmalarina goére c¢ok
sayida parametre ayari kullanir. Bundan dolay1 OPTICS,

onerildi. Bu
benzerdir.

DBSCAN algoritmasinin gelistirilmis versiyonudur. Bu
algoritma DBSCAN algoritmasinin bir uzantisidir ve
yogunluk tabanli kiime siparisi kavrami iizerinde
uygulanmaktadir (Han ve ark., 2012).

OPTICS algoritmas1 belirli olan bir veri kiimesindeki
bilinmeyen bir kiimelemeyi tanimlayan yogunluk tabanl

bir kiimeleme yontemidir. Bu algoritma yiiksek

yogunluklu kiimeleri diisiik yogunluklu kiimelere tercih

eder ve boylece veri nesnelerinin islenme sirasini1 korur

(Reddy ve Ussenaiah, 2012). Ayrica bu algoritma veri

tabaninin dogru 6zellik kiimelerine yol acan bir siralama

olusturur (Han ve ark. 2012; Reddy ve Ussenaiah, 2012).

OPTICS algoritmasinin  adimlar1  asagidaki  gibi

ilerlemektedir (Han ve ark., 2012).

1. Once veri nesneler siparisi olusturulur ve her bir veri
nesnesine ¢ekirdek mesafeyi ve erisebilirlik mesafe
kaydedilir.

2. Daha sonar yogunluk tabanli kiimeleri bulmak i¢in
yukaridaki kaydedilen bilgileri kullanir.

OPTICS algoritmasinin avantajlar1 (Reddy ve Ussenaiah,

2012);

1. Verilerin degisken yogunlugu varsa dogru kiimeler
bulma sorununu ¢ézer (Joshi ve ark., 2013).

2. Nesneleri belirli bir siraya gore sonuglandirir.

OPTICS algoritmasimin dezavantajlar1  (Reddy ve

Ussenaiah, 2012);

1. Bazi yogunluk tiirleri kiime sinirlarinin bulunmasini
disirdr.

2. Hatali verilere karsi az duyarhdir.

OPTICS algoritmasi veri nesnelerin islenme sirasini

koruyarak kaliteli kiimeleme yapabilir. Daha dogrusu bu

siralama isleminde yiiksek yogunluklu kiimeleri disiik
yogunluklu kiimelere tercih eder. Bu algoritma siprais
vermenin yani sira, her veri nesnesinin ¢ekirdek
mesafesini ve erisebilirlik mesafesini kaydederek daha
kaliteli kiimeleri bulur. OPTICS kiimeleme algoritmasi
veri nesnelerinin erisebilirlik ve ¢ekirdek degerleri olan
bir dizi siralamasiyla etkili bir kiime siras1 saglar. Ayrica
bu algoritma ¢ok boyutlu verilerde piksel odakl

gorsellestirme tekniklerini kullanir (Han ve ark., 2012).

DenClue

DenClue algoritmasi bir dizi yogunluk dagilim

fonksiyonuna dayanmaktadir. Bu algoritma Hinneburg ve

Gabriel tarafindan 1998 yilinda 6nerilmistir (Han ve ark.,

2012). Bu algoritma kullanici tarafindan tanimlanan

parametrelere dayalidir ve farkli parametrelerle ayni

veritabaninda birden fazla kiime olusturabilir. Kiimelerin
sayisinin baslangicta belirlenmesine gerek olmamasinin
nedeni kiimelerin sadece yogunluk bazinda iiretilmesidir

(Murtagh ve Contreras, 2011). Bu algoritma asagidaki

distinceler lizerine kuruludur (Han ve ark,, 2012).

1. Her bir veri noktasinin etkisi, bir matematiksel
fonksiyonu kullanarak modellenebilir ve etki
fonksiyonu olarak adlandirilir. Dolaysiyla bir veri
noktasinin komsulari i¢indeki etkiyi tarif eder.

2. Veri alaninin toplam yogunlugu, etki fonksiyonunun
toplam1 olarak tiim veri noktalarina uygulanarak
modellenebilir.

3. Kiimeler matematiksel olarak yogunluk cekicilerini
belirleyebilirler.

DenClue algoritmasinin asamalar1 asagidaki gibi

ilerlemektedir (Murtagh ve Contreras, 2011).

1. Bir 6n kiime haritas1 olusturulur ve veri noktalari
sadece yogunluk sahibi olan hiper kiiplere boliiniir.
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2. Daha sonra kiimeleri olusturmak icin son derece
yogun olan kiipler ve bu kiiplere bagh olan diger
kiipler bir araya getirilir.

DenClue algoritmasinin avantajlar1 (Reddy ve Ussenaiah,

2012);

1. Hatal verileri iyi bir sekilde tespit eder.

2. Yiiksek boyutlu veri kiimelerinde kiiresel olmayan
kiimelerin kisa bir tanimini yapabilir.

3. Islem siiresi DBSCAN algoritmasindan daha hizlidir.

DenClue algoritmasinin dezavantajlar1 (Reddy ve

Ussenaiah, 2012);

1. Bircok parametre gerektiren algoritmadir.

2. Aykiri degerlere kars1 az duyarhdir.

3.4.4. Izgara tabanli kiimeleme yontemleri

Izgara tabanli kiimeleme algoritmasinin nesne alani,

1zgara yapisi olarak adlandirilan sinirl sayida hiicrelere

bolintir ve tim kiimeleme islemleri 1zgara yapisi

tizerinden gergeklestirilir (Kokate ve ark, 2018).

Dolaysiyla bu yontem kiimeleme i¢in tiim islemlerin

gerceklestirildigi bir 1zgara yapisini olusturan, smirl

sayida hiicre ile nesne alanini olusturur. Izgara tabanlh
kiimeleme yaklasimi, geleneksel kiimeleme
algoritmalarindan  farkli  olmasinin  sebebi  veri
noktalariyla degil, veri noktalarini ¢evreleyen deger alani
ile ilgili olmasidir (Cheng ve ark. 2018). Daha dogrusu
1zgara tabanl kiimeleme veri noktalar1 yerine hiicreleri
dikkate alir ve bunun nedeni 1zgaraya dayali kiimeleme
algoritmalar1 genellikle hesaplama agisindan diger
kiimeleme algoritmalarindan daha verimlidir (Edla ve

Jana, 2012; Parikh ve ark., 2014).

Izgara tabanl kiimeleme teknigi, kiimede bulunan tiim

nesneleri 1zgara olarak taninan bir dizi kare hiicreye atar.

Bu 1zgaralar, 1zgaraya benzer bir yap1 olusturmak i¢in bir

araya getirilir ve tim kiimeleme islemleri bu 1zgaralara

uygulanir. Bu teknikte kiimeleme

nesnelerinin sayisina bagl olmadigl ve sadece x ve y

boyutuna bagh kaldigindan dolay1 bu yéntem daha gligli

ve daha etkili sonuglar iiretmektedir (Kaur, 2015).

Genel olarak 1zgara tabanli kiimeleme algoritmasi

asagidaki bes temel adimdan olusmaktadir (Deepa ve

ark, 2014).

1. Izgara yapisinin olusturulmasi(veri alaninin sinirh

sayida hiicreye boliinmesi)

Her bir hiicre i¢in hiicre yogunlugunu hesaplamak.

Hiicreleri yogunluklarina gore siralamak.

islemleri veri

Kiime merkezlerini belirlemek.

vtk N

Komsu hiicrelere ge¢mek.

Izgara tabanli kiimeleme algoritmasinin avantajlari
(Deepa ve ark, 2014): Cok hizli c¢alisabilmesi, kiime
kalitesinin iyi olmasi, mesafe hesaplamamasi, kiimelerin
nesneler lizerinde degil
gerceklestirilmesi, hangi kiimelerin komsu oldugunun

hiicreler lizerinde

kolayca belirlenmesi ve sekillerin sadece 1zgara hiicreleri
ile sinirh olmasidir.

Izgara tabanli kiimeleme yoOntemlerinin 6nemli
algoritmalar1 STING (Reddy ve Ussenaiah, 2012; Wang ve
ark., 1997) ,WAVE Cluster (Sheikholeslami ve ark., 2000)
ve CLIQUE (Agrawal ve ark., 1998; Agrawal ve ark., 1999;
Ilango ve ark., 2010) asagidaki kisimda anlatilmistir.
STING
STING algoritmas1 1997 yilinda Wang, Yang ve Muntz
tarafindan onerildi (Wang ve ark., 1997). Bu algoritmada,
uzamsal alan dikdortgen hiicrelere boliinir. Cesitli
¢oziinlirliige sahip olan bu tip dikdortgen hiicrelerin
bircok farkl seviyeleri vardir ve bu hiicreler hiyerarsik
bir yapi olustururlar. Yiiksek bir seviyedeki her bir hiicre,
bir sonraki diisiik seviyedeki birka¢ hiicreyi olusturmak
icin boliimlere ayrilir. Her bir hiicrenin istatistiksel
bilgileri 6nceden hesaplanarak kaydedilir ve bu bilgiler
sorgular1 yanitlamak icin kullanilir (Han ve ark, 2011;
Reddy ve Ussenaiah, 2012; Wang ve ark., 1997).
STING algoritmasinin parametreleri asagidaki gibi
hesaplanmaktadir (Wang ve ark., 1997).

_ Z _ Ximn
n= n, m=————, s

L

n

m2 , min = (min;),

n i

_ \/Zi(siz + m?)n; _ min
max = m?x(maxi) (20)

n, m, s, min, maks, dist gecerli hiicrenin parametreleridir.
ni, mi, si, min;, max; ve dist; karsilik gelen alt diizey
hiicrelerin parametreleridir.

STING algoritmasinin adimlar1 (Reddy ve Ussenaiah,

2012);

1. Daha diisiik diizeyde, her bir hiicre alt hiicrelere
bélintir.

2. iduzeyindeki bir hiicre, i+1 diizeyindeki ¢ocuklarinin
birlesmesine karsilik gelir.

3. Her hiicrenin(yapraklar hari¢) dort cocugu vardir ve
her ¢ocuk ana hiicrenin bir ¢eyregine karsilik gelir.

4. Her 1zgara hiicresinin o6zellikleri ile ilgili istatistiksel
bilgiler 6nceden hesaplanark kaydedilir.

5. Daha yiiksek diizeydeki hiicrelerin istatistiksel
parametreleri, daha diisiik diizeydeki hiicrelerin
parametrelerinden kolayca hesaplanir.

6. Her hiicre i¢in, 6znitelikten bagimsiz parametreler ve
oznitelige bagh parametreler Esitlik (21) vardir.

7. Dagitim tiirleri normal, diizgiin, iistel veya higbiri
olabilir.

8. Dagilim degeri kullanici tarafindan belirlenebilir veya
X2 testi gibi hipotez testleri ile hesaplanabilir.

9. Veriler veri tabanina yiiklendigi zaman, parametreler
dogrudan alt diizey hiicrelerin hesaplanmasin saglar.

10. Alakasiz hiicreler cikarilir ve bu islem alt seviyeye
ulasilana kadar tekrarlanir.

STING algoritmasinin avantajlar1 (Han ve ark, 2011);

B ) ) oncelikle sorgundan bagimsiz ve paralellestirmesi
Izgara tabanli kiimeleme algoritmasinin dezavantaji . . . .
. B kolaydir. Paralel islemi ve artimh giincellenmeyi
(Deepa ve ark., 2014) ise tiim kiime sinirlar1 yatay veya e .
: ) " ol i kolaylastirir. Cok verimli bir islevi vardir.
dikeydir. Bundan dolay1 kdsegen sinirli bir kiimeyi bu
algoritma belirleyemez.
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STING algoritmasinin dezavantajlar1 (Han ve ark.,, 2011)
ise bu kiimelemenin kalitesi, 1zgara yapisinin en diisiik
diizeyine baghdir ve bu yontemin c¢ok hizli islem

yapabilmesine ragmen dogru olmayan kiimeler
olusturur.
STING kiime analizinin ¢oklu ¢dziim yaklagimini

kullandigindan dolayi, bu kiimelemenin kalitesi 1zgara
yapisinin ayrinti diizeyine baghdir. Eger taneciklik ¢ok iyi
ise, isleme maliyeti daha ¢ok artacaktir. Ancak 1zgara
yapisinin alt seviyesi ¢ok kalinsa kiimeleme Kkalitesi
azalacaktir. Ayrica STING bir ana hiicrenin olusunda,
cocuklar ve komsu hiicrelerin arasindaki uzamsal iligkiyi
dikkate almaz. Sonu¢ olarak ortaya cikan kiimelerin
sekilleri yatay veya dikey olacaktir ve hicbir kosegen
sinir  algilanmaz. Bu teknigin islem stiresinin hizl
olmasina ragmen kiimelerin Kkalitesini ve dogrulugunu
kot etkileyebilir (Han ve ark., 2012).
Wave Cluster
Wave Cluster algoritmasi 1998 yilinda Sheikholeslami ve
arkadaslar1 tarafindan gelistirilmistir. ~ Bu algoritma
orijinal 6zellik alanini dalgacik doniisiimii ile doniistiiren
¢ok ¢oziinlrlikli bir kiimeleme ydntemidir ve biiylik
uzamsal bulmak icin
kullanilir (Sheikholeslami ve ark. 1998). Bu algoritma
her hiicredeki veri noktalarini, nokta sayisina gore ifade
eden iki boyutlu 1zgaray kullanir (Murtagh ve Contreras,
2011). Bu algoritmanin ¢ok hizli islem siiresi vardir.
Bundan dolay1 gorevleri ¢ok hizli bir sekilde yerine
getirir. Ayrica bu algoritmanin temel amaci dalgacik
donlisimii  uygulanarak orijinal uzayini
doniistiirmek ve daha sonra yeni uzaydaki yogun alanlari
bulmaktir (Sheikholeslami ve ark., 2000).
Dalgacik doniisiimii, bir sinyali farkl frekans alt
bantlarina ayrigtiran bir sinyal isleme yontemidir.
Dalgacik modeli, tek boyutlu doniisiimiin birden fazla
uygulanabildigi n boyutlu sinyallere genellestirilebilir
(Sheikholeslami ve ark, 1998). Bu yontem veri
sikistirmada (Hilton ve ark., 1994) ve dalgalardan 6zellik
elde etmek icin kullanilir (Sheikholeslami ve Zhang,
1997; Sheikholeslami ve ark, 1997; Smith ve Chang,
1994).
Wave Cluster algoritmasinin adimlar1 (Sheikholeslami ve
ark., 2000);

1. Cok boyutlu veri nesnelerinin 6zellik vektorleri

girdi olarak verilir.

veritabanlarindaki kiimeleri

ozellik

2. Ozellik alan1 nicelendikten sonra nesneler hiicrelere
atanir.
3. Dalgacitk dontlisimil nicelenmis 6zellik alanina
uygulanir.
4. Degisik diizeylerde, dontistiiriilmiis 6zellik alaninin
alt gruplardaki kiimeler bulunur.
5. Hiicrelere etiket atanir.
6. Arama tablosu olusturulur.
7. Kiimelerdeki nesneler cizilir.
Wave Cluster algoritmasinin avantajlar1 (Sheikholeslami
ve ark., 2000) sirasiyla dalgacik doniisimi otomatik
olarak sonuglardan aykir1 degerleri ¢ikartir. Dalgacik
doniigimii  yiiksek  olasihikta, ¢esitli  dogruluk

diizeylerinde kiimelerin belirlenmesinde yardimci olur.

Dalgacik tabanli kiimelemenin islem siiresi ¢ok hizhidir.

Verilerin giris sirasina 6nem vermez. 20 boyuta kadar

veri isleyebilir. Rasgele sekillere sahip kiimeleri bulabilir

ve verimli bir sekilde herhangi bir uzamsal veri tabam
isleyebilir.

CLIQUE

CLIQUE algoritmas1 1998 yilinda Agrawal ve arkadaslari

tarafindan ¢ok boyutlu verilerde kiimeleme yapmak i¢in

onerildi (Agrawal ve ark, 1998). Bu yontem ¢ok boyutlu
veri alaninda kiimelem yapmak icin 1zgara tabanh ve
yogun tabanli bir yaklasimi temsil eder. Ayrica her bir
boyutuda bir 1zgara yapisi gibi boliimler ve bir hiicrenin
icerdigi nokta sayisina gore yogun olup olmadigini

belirler (Belacel ve ark., 2006).

CLIQUE (QUEST'te kiimeleme), statik 1zgaralar cizebilen

ve asagidan yukariya bir alt alan kiimeleme yapan bir

algoritmadir. Apriori yontemini arama alanim azaltmak
icin kullanir (Kriegel ve Zimek, 2010). Bu algoritma daha
oncede belirtildigi lizere yogunluk ve 1zgara tabanl bir
algoritmadir. Daha dogrusu alt
algoritmasidir ve girdi esigi olarak yogunluk esigini ve
1zgara sayisinil alarak kiimeleri ayirt eder. CLIQUE, ilk
asamada tek bir boyutu kullanarak ¢ok boyutlu veriler
tizerinde calisir ve daha sonra ¢ok boyutlu olana dogru

hareket eder (Agrawal ve ark., 1998).

CLIQUE ¢ok boyutlu kiimelemeyi iki

uygulayabilir (Han ve ark, 2011).

1. CLIQUE, verilen 1zgara boyutuna gére n boyutlu veri
alanini st iiste gelmeyen dikdortgen birimlere boler
ve daha sonar belirli bir esik degerine gore yogun
olan bolgeyi Buradaki yogunluk, veri
noktalarinin esik degerini asmasiyla ortaya ¢ikar.

2. Kiimeler, apriori yontemini kullanarak tiim yogun alt
uzaylardan iretilir (Kriegel ve Zimek, 2010). CLIQUE
algoritmasi ilk 6nce alt alanlardaki maksimum yogun
alanlar1 bulur ve daha sonar o belirledigi alandan her
kiime i¢cin minimum kaplamay1 belirleyerek elde
edilen kiimeler i¢in minimum ag¢iklama tretir. Tim
boyutlar ortiilene kadar ayni islem tekrarlanir.

uzay kiimeleme

asamada

bulur.

CLIQUE algoritmasinin adimlari kisimda
belirtilmistir (Agrawal ve ark., 1998).

1. Her boyutu ayni sayida esit uzunluk mesafelerine

asagidaki

aylrtr.

2. N boyutlu bir veri alanini értiismeyen dikdortgen
birimlerine boéler.

3. Toplam veri noktalarinin
parametresini asarsa birim yogundur.

4. Bir kiime bir alt diizey icindeki maksimum bagh
yogun birimler kiimesidir.

CLIQUE algoritmasinin avantajlar1 (Han ve ark., 2011);

CLIQUE otomatik olarak en yiiksek boyutsalligin alt

orani, giris modeli

diizeylerinde yiiksek yogunluklu kiimeler bulur. Verilerin
giris  sirasina Olgeklenebilir  bir
algoritmadir ve verilerin boyutu arttikca iyi bir
performans gosterebilir.

CLIQUE algoritmasinin dezavantajlari (Han ve ark., 2011)
ise 1zgara boyutunun ve yogunluk esiginin ayarlanmasi

onem vermez.
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gerekir. Esik degeri sabit olursa kiimeler ¢ok degisik
yogunluklara sahip olur ve bu kiimeleme islemini koti
etkiler. Yiikksek maliyetli bir islem olabilir. 4. diisiik ve
yliksek boyutlar i¢cin ayni yogunluk esigine sahiptir.

3.4.5. Model tabanli kiimeleme yontemleri

Kiimeleme yontemleri, verilere 6nceden tanimlanmig
matematiksel modeller uygulayarak bunlar1 optimize
eder. Burada temel varsayim, verilerin olasilik dagilimlari
acisindan hibrit olmasidir. Model tabanli ydntemler
standart istatistiklere dayanarak kiime sayisini belirler.
dolay1 Standart istatistik hesaplanirken,
giriltili ve aykir1 degerleri dikkate alarak saglam
kiimeleme yontemine sahip olunur. Dolaysiyla boyle
yontemler giiriiltiili ve aykir1 degerlere karsi ¢cok saglam
yontemlerdir (Kokate ve ark., 2018).

Bu yontemin temel fikri, her kiimeye belli bir model
se¢mek ve bu model i¢in en uygun olani bulmaktir. Birisi
istatistiksel 6grenme yontemine ve digeri ise sinir ag
0grenme yontemine dayal olarak, iki tiir model tabanlh
kiimeleme algoritmas1 vardir (Xu ve Tian, 2015).
Istatistiksel ~ 6grenme popiiler olan
algoritmalarindan beklenti-maksimize algoritmasi
(Dempster ve ark, 1977) ve CobWeb (Fisher, 1987)
algoritmasi, ayrica sinir ag 6grenme yonteminden ise
SOM (Kohonen, 1982; Kohonen, 1990) algoritmasi
asagida ozet olarak anlatilmistir.

3.4.5.1. Beklenti-maksimize algoritmasi

Beklenti maksimize algoritmasi Dempster (Dempster ve
ark, 1977) tarafindan kanitlanmadan ve beklenti
maksimize terimini ortaya koymadan 6nce birkag¢ farkl
arastirmaci tarafindan bagimsiz olarak kesfedildi ve
kullanildi. Beklenti maksimize algoritmasinin tipik
uygulama alanlarindan birisi genetik bilimidir (Jiang ve
ark., 1994). Baska kullanim alanlarindan biriside karisim
dagilimlarinin parametrelerini tahmin etmektir (Redner
ve Walker, 1984). Ayrica bu algoritma Kklinik ve
sosyolojik calismalarinda yaygin olarak kullanilmaktadir
(Schmee ve Hahn, 1979).

Beklenti algoritmasi, kiimeleme
algoritmalarindan biridir (Bishop, 1995; McLachlan ve
Krishnan, 2007; Redner ve Walker, 1984). Bu algoritma
yinelemeli bir optimizasyon yontemidir ve bundan dolay1
baz1 bilinmeyen parametreleri tahmin etmek igin
kullanilir (Dellaert, 2002; Hamerly ve Elkan, 2003).
Dolaysiyla beklenti maksimize algoritmasi temel olarak

Bundan

yonteminin

maksimize

istatistiksel modellerin parametrelerini degerlendirmek
icin maksimum olasiligt arar (Weinstein, 2006) ayni
zamanda eksik veya gizli verilerin olmasi durumunda
maksimum olasilik tahminini hesaplamak icin etkili bir
yinelemeli prosediirdiir.

Beklenti algoritmasinin optimize ettigi
objektif fonksiyonu asagida verilmistir (Hamerly ve
Elkan, 2002).

maksimize

— ¥ log(Zhoy p(xile)p(c)) (22)

BMbeklenti—maksimize =

Beklenti maksimize algoritmasi i¢in iiyelik ve agirhik
fonksiyonlar1 asagidaki sekilde tanimlanir (Hamerly ve
Elkan, 2002):

mau (¢ x1) = p(Xizlofi)i)p = (23)

wen(x) =1 (24)

Beklenti maksimize algoritmasi ilk olarak parametrelerin
tahmini ile baslar. Ardindan degerleri belli olan verileri
kullanarak, bilinmeyen verilerin degerlerin hesaplayarak
bir beklenti adimi uygulanir (Hamerly ve Elkan, 2003).
Genel olarak beklenti maksimize algoritmasi iki temel
adimdan olusmaktadir (Dempster ve ark., 1977).

Beklenti adimi; bu adim, odlgiilen verilerdeki her bir
kiimeye ait her veri noktasinin olasiligini tahmin
etmektedir.

Maksimizayson adimi; bu adim, bir sonraki adim i¢in her
bir kiimenin olasilik dagiliminin parametrelerini tahmin
etmekten sorumludur.Beklenti maksimize algoritmasi ile
k-ortalama algoritmalarinin performansi (Hamerly ve
Elkan, 2003; Veenman ve ark, 2002) arastirmalarina
gore Kkarsilagtirilabilir. Ayrica (Alldrin ve ark, 2003)
soylediklerine gore bu algoritma ¢ok boyutlu veri
setlerinde basarisiz oldugu ortaya ¢ikmistir. Bunlara ek
olarak beklenti maksimize algoritmasi parametrelerin
baslangi¢ tahminine baghdir (Turi, 2001) ve kullanicinin
kiime sayisini 6nceden belirtmesi gerekir (Hamerly ve
Elkan, 2003).

CobWeb

CobWeb algoritmast 1987 yilinda Fisher tarafindan
onerildi (Fisher, 1987). Bu algoritma siniflar hiyerarsisi
artimli ve denetimsiz bir kiimeleme
algoritmasidir. Artimli  yapisy, yapilmis
kiimelenmeyi tekrarlamak zorunda kalmadan, yeni
verilerin kiimelenmesini saglayabilir (Theodorakis ve
ark., 2004).

Kavramsal kiimeleme, kiimeleme i¢in bir makine
6grenme Ornegidir. Her kiime i¢in bir kavram tanimlayici
olusturmasi diger kiimeleme algoritmalarindan farkhdir.
CobWeb en yaygin kullanillan kavramsal kiimeleme
biridir. CobWeb
olusturdugu kiimeler bir agactan
yapraklari her kavrami, kok diigiim tiim veri kiimesini ve
dallar ise veri kiimesindeki hiyerarsik kiimeleri temsil
eder. Ayni zamanda toplam kiime sayisi, veri kiimesinin
boyutuna kadar olabilir. Dolaysiyla CobWeb veri yapisi,
her bir diiglimiin belli bir kavrami temsil ettigi bir
agactir. Her kavram bir kiime, ¢oklu kiime veya ¢anta

ureten
Onceden

algoritmalarindan algoritmasinin

olusur. Agacin

nesnesiyle iliskilidir. Her bir kavramla iliskili veriler, o
konsepte ait nesneler i¢in tamsay1 sayimidir (Xia ve Xi,
2007).

Daha oncede belirtildigi tzere CobWeb, hiyerarsik
kavramsal kiimeleme i¢in artimli bir yéntemdir. CobWeb
kademeli olarak gozlemleri bir siniflandirma agacinda
olusturur. Bir smiflandirma agacindaki her digim bir
siifi temsil eder ve digim altinda simiflandirilan
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nesnelerin  6znitelik degeri dagilimlarin1 6zetleyen
olasilikli bir kavram tarafindan etiketlenir. Siniflandirma
agaci, eksik nitelikleri veya yeni bir nesnenin sinifini
tahmin etmek i¢in kullanilabilir (Iba ve Langley, 2011).
SOM

SOM algoritmasi 1982 yilinda Teuvo kohonen tarafindan
sunulan ¢ok popiiler bir algoritmadir (Kohonen, 1982).
Denetimsiz bir kiimeleme algoritmasina ilaveten gii¢li
bir gorintilleme aracidir. Ekonomi, sanayi, yOnetim,
sosyoloji, metin  madenciligi gibi bir¢ok
uygulama alaninda yaygin olarak kullanilmaktadir
(Cottrell ve ark, 2018). SOM ayni zamanda noron
hesaplama algoritmasi olarak da bilinmektedir ve bu
algoritmanin amaci benzer 0Ozelliklere sahip nesne
gruplarini pozitif olarak tanimlamak ve anlamli boyutsal
verileri uzayin iki boyutuna dogru eslestirmektir (Mallick
ve ark,, 2019).

Som bir veri kiimesindeki kiimelerin sayisini otomatik
olarak bulmak icin kullanilabilir. Bu algoritmanin amaci
herhangi bir denetim olamadan veri kiimesindeki
kiimeleri bulmaktir (Pandya ve Macy, 1995). Som tek
katmanl bir denetimsiz yapay sinir agidir. Bunun nedeni
som algoritmasi giris oriintiilerinin, bir durdurma sarti
saglana kadar kademeli olarak degistirilen agirliklar
yoluyla ¢ikis diigiimlerini iliskilendirilmesidir (Jain ve
ark., 1999). Ayrica som, rekabetci 6grenmeyi diiglimlerin
topolojik yapilandirmasi ile birlestirir. Dolaysiyla komsu
diiglimler benzer agirhk vektoérlerine sahip olma
egilimindedir (Mehrotra ve ark.,, 1997; Pandya ve Macy,
1995).

SOM algoritmas1 asagidaki dezavantajlara sahiptir (Jain
ve ark, 1999). Bunlar; baslangi¢ kosullarina bagh bir
algoritmadir. Ogrenme hizi parametresi ve komsuluk
fonksiyonu algoritmanin performansimi etkiler. Sadece
hiper kiiresel kiimelerde iyi ¢alisabilir. Cikis diigimde
sabit sayiy1 kullanir. Veri noktalarinin sunuldugu siraya
baghdir. Bu sorunun iistesinden gelmek icin, her
yineleme sirasinda veri noktalarinin sec¢imi rastgele
secilebilir (Pandya ve Macy, 1995).

cografya,

4. Sonug¢

Bu derlemede farkli kiimeleme yontemlerine genel bir
bakis sunulmugtur. ilk olarak algoritmanin tarihgesi,
giiniimiizdeki anlami ve nerelerde kullanildigindan
bahsedilmistir. Daha sonra kiimeleme analizi nedir ve
kiimeleme yontemleri nerelerde kullanildig1 anlatilmistir.
Ayrica kiimeler arasindaki benzerlik mesafe 6l¢lim
yontemleri incelenmistir. Son olarak ta literatiirde
bulunan hiyerarsik kiimeleme, bolimsel kiimeleme,
yogunluk tabanl kiimeleme, 1zgara tabanlh kiimeleme ve
model tabanli kiimeleme yo6ntemlerinin birbirinden
farkliliklari, avantajlari ve dezavantajlari tartisilmistir.

Cikar iliskisi
Yazarlar bu calismada higbir c¢ikar iliskisi olmadigini
beyan etmektedirler.
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