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Ozet- Yeniden 6rnekleme yontemleri, her gegen giin istatistiksel arag yontemleri olarak daha popiiler hale gelmislerdir.
Literatiirde, Jacknife, Bootstrap ve capraz gecerlilik olmak tizere ti¢ farkli yeniden 6rnekleme yontemi kullanilmaktadir.
Yontemler korelasyonlu yapiy1 bozup, yanliliklar: ortadan kaldirabilmek i¢in matematiksel model kurulumu ve kurulan
modelin gegerliliginin test edilmesinde siklikla kullanilmaktadir. Bu ¢alismada iki farkli deneme plami uygulanmustir.
Deneme planlarinda normal dagilima sahip veriler iiretilmistir. Uretilen ham veri ve yeniden 6rnekleme yontemleriyle
doniistiriilmiis sekli kullanilarak elde edilen veri setleri lzerinde siniflama analizi yapilmistir. Yeniden 6rnekleme
yontemlerinin performanslart bir simiilasyon ¢aligmasi yardimiyla karsilastirilmigtir. Verilerin olusumu ve yeniden
orneklenmesi Matlab 7.0 paket programinda, istatistik analizler ise STATISTICA 7.0 paket programinda yapilmustir.
Y éntemlerinin hepsinin kiigiik 6rnek genisliklerinde daha iyi sonuglar verdigi ortaya ¢ikmustir. Orneklem biiyiikliigii ve
gecerlilik yontemi ne olursa olsun, Jackknife yeniden 6rnekleme yonteminin diger yontemlere nazaran daha iyi bir
yontem olduguna karar verilmistir.

Anahtar Kelimeler- Yeniden drnekleme teknikleri, simiilasyon, dogruluk

Usage of Resampling Methods for Evaluating the
Performance of Classification Model

Abstract- Resampling methods are becoming popular increasingly as statistical tool methods. Three different
resampling methods that are Jacknife, boostrap and cross-validation are used in the literature. Methods are often used to
install of a mathematical model for eliminating bias and breaking the correlation structure and to test the validity of the
established model. Two different experimental plans are applied in this study. Data with normal distribution are
generated. Raw data and reproduced data which obtained by re-sampling methods analysis with classification methods.
Performance of resampling methods are compared with a simulation study. Data generation and resampling are made in
Matlab 7.0 program and statistical analysis is made in STATISTICA 7.0 program. All resampling methods have better
results in small samples. It has been decided that Jacknife method is better than other methods regardless of sample size
and validity methods.
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1. GIRIiS yontemlerin giderek daha popiiler hale gelmesine neden
olmustur.

Saglik bilimlerinde siniflama amacli yapilan ¢aligmalar,

daha ¢ok belirli bir hastaligin tanisinin konulmasinda
etkili olan risk faktorlerinin, istatistiksel olarak
modellenerek belirlenmesi seklinde yapilmaktadir. Bu tiir
smiflama metotlart ileri istatistik teknikler kullanmay1
gerektirir. Bilgisayar teknolojisinin ilerlemesi, istatistik
paket programlarinin siniflama ve modelleme amacl
kullandiklar1 algoritmalarin da yeniden &rnekleme
yontemlerinden herhangi birini kullaniyor olmasi, bu

Literatiirde, Jacknife, Bootstrap ve capraz gecerlilik
olmak iizere ii¢ farkli yeniden Ornekleme yontemi
kullanilmaktadir. Y&ntemlerin temeli permitasyon test
yontemine dayanmaktadir. Aslinda permiitasyon test
istatistiksel anlamlilik testlerinin bir tipidir. Bu test klasik
istatistikte oncii olan R. A. Fisher tarafindan 1930’larda
ortaya atilmigtir. Fisher, permitasyon testini, 6rnek
ortalamalar1  arasindaki  gozlenen farkliligin  olup
olmadigmin belirlenmesi seklindeki deneme planinda
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kullanmigtir. Bu yonteme gore iki grubun ortalamasi
karsilastirildiginda, verinin sirast ve grubu, iadesiz se¢im
yaklagimi kullanilarak degistirilip birinci, ikinci ve daha
fazla permiitasyonlar olusturularak bu sekilde veriyi
yeniden &rneklemektedir [1].

Popller siniflama  yontemleri  yeniden  6rnekleme
yontemlerini algoritmalarinda iki sekilde
kullanmaktadirlar:

(1) Model kurma
(2) Modelin gegerliligini test etme

Siniflama yontemleri model kurma algoritmalarinda,
model olusumunu iki asama da gerceklestirmektedir. ilk
asamada yeniden Ornekleme tekniklerinden herhangi
birini kullanarak veri setini yeniden insa etmektedir.
Ikinci asamada ise olusturulan yeni veri seti ile model
kurulmaktadir. Birden ¢ok degerlendiricinin ve birden ¢cok
tan1  testinin  diagnostik  dogruluk  hesaplamalar
calismalarinda (Multi Reader Multi Case Recevier
Operating Curve, MRMC ROC), verilerin arasindaki
korelasyonlu  yapiyt  bozup, yanliliklar1  ortadan
kaldirabilmek i¢in matematiksel model kurulumu
agamasinda yeniden ornekleme ydntemlerinden Jacknife
yeniden ornekleme yodntemi kullanilmaktadir. Bagging,
Boosting Tree, Random Forest gibi topluluk
algoritmalarima dayali yontemlerde ise modelin kurulumu
asamasinda veri setinin yapisint bozmadan daha biiyiik
veri seti haline getirebilmek icin Bootstrap drnekleme
yontemi kullanilmaktadir [2-4].

Yeniden 6rnekleme yontemlerinden capraz gecerlilik
yontemi, hem model kurma hem de kurulan modelin
gecerliliginin test edilmesinde kullanilmaktadir. Burada
en temel capraz gecerlilik olan basit capraz gecerlilikte,
veri seti, test seti ve Orneklem seti olarak ikiye
ayrilmaktadir. Orneklem setinden matematiksel model
kurulmakta, test setinde de modelin gecerliligi
smanmaktadir. Aywrma analizi, Lojistik regresyon,
Smiflama ve Regresyon Agaglar1 (Classification and
Regression Tree, CART), Cok Degiskenli Uyumlu
Regresyon uzanimlar1 (Multivariate Adaptive Regression
Spline, MART) gibi simiflama  ydntemlerinin
algoritmalarinda modelin gegerliliginin test edilmesi
sirasinda ¢apraz gegerlilik yontemi kullanilmaktadir [5,6].
Bu g¢alismanin  amaci, smiflama  modellerinin
kurulmasinda ve modelin gegerliliginin test edilmesinde
sik kullanilan yeniden Ornekleme yontemlerini tanitmak
ve bir similasyon ¢aligmasi yardimiyla siniflama modeli
olusturmadaki performanslarin1  karsilagtirmaktir. Bu
calismada siniflama yontemi olarak CART analizi
kullanilmustir.
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2. GEREC VE YONTEMLER
2.1. Model Insasinda Kullanilan Yontemler
2.1.1. Jackknife Yontemi

Jackknife yeniden &rnekleme yontemi istatistiksel
yanliliklar1 ortadan kaldirmak amaciyla ilk olarak 1956’da
Quenouille tarafindan kullanilmigtir. Daha sonra hipotez
testleri ve giiven aralif1 olugturmak icin 1958’de Tukey
tarafindan da genellestirilmistir [7,8].

Jackknife yontemi parametrelerin giiven araliklarinin
tahmininde ve istatistiksel testlerin performanslarinin
degerlendirilmesinde biiyiik 6l¢iide kullanilan bir aragtir.
Bu prosediir genellikle veri setinde asir1 ug¢ degerlerin
varliginda kullanilmaktadir. Jackknife yontemi her
asamada bir obje ya da bireye ait veriyi digsarida birakarak
ayni testin tekrar edilmesidir. Bu nedenle bu yontem
birini disarida birak (leave one out) yontemi olarak da
isimlendirilmektedir. Bu sekilde bu yontem yanliliklart
azaltmada etkilidir [9].

Yontemin temel mantigi, veri setinde her bir gozlem
degeri bir kez disarida birakilarak geride kalan
g6zlemlerden  odrneklem istatistikleri  hesaplamaya
dayanmaktadir. Veri setindeki her bir gézlem disarida
birakilarak sahte gbzlem degerleri (pseduevalues, sozde
degerler) elde edilir. Sahte gozlenen degerler bir g¢esit
veri transformasyonu olarak bagimsiz ve ayni dagilima
sahiplermis gibi diisliniilebilir. Yonteme ait sematik
gosterim Sekil 1’de yer almaktadir [7-10].

Kabul edelim ki © parametresini tahmin etmek istiyoruz. i
birey sayisim gostermek {izere i=1,2,..,n olan bir veri

setinin de genel ortalamas1 @ olsun. Jackknife yonteminin
her asamasinda bir obje ya da bireyin gozlem degeri
silindiginden j. veri silindiginde Orneklem ortalamasi
Esitlik 1’deki gibi hesaplanmaktadir [7-9].

_ 1 &
. =— ) X. 1
TP (1)

j. verinin gercek gézlem degerine karsilik bu yontemde
sahte gozlem degeri hesaplanacagindan bu sahte gozlem
degeri de Esitlik 2°deki gibi hesaplanmaktadir [7-9].
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Sekil 1: Jacknife yontemine ait sematik gosterim
2.1.2.Bootstrap Yontemi

Yontem ilk olarak 1979 yilinda Bradley Efron tarafindan
Jacknife yoOntemine alternatif olarak ortaya atilmistir.
1993 yilinda da Efron ve Tibshirani tarafindan
gelistirilmigtir [11-12]. Bootstrap metodu standart sapma,
giiven aralig1 gibi istatistiklerde ve parametrik olmayan
tahminleme problemlerinde kullanilan basit ve giivenilir
bir yontemdir. Yontemin temel mantigi herhangi
blyuklukteki mevcut veri setindeki gozlemlerin sansa
bagli olarak yer degistirerek yeniden Orneklenmesi ile
yeni veri setleri olusturulmasina dayanmaktadir. Boylece
mevcut veri setinden miimkiin olabildigince fazla
miktarda bilgi alinabilmektedir. Yontemde ilk olarak
orijinal drneklemden yerine koyma yontemi ile drnekler
secilerek bir bootstrap Orneklemi olusturulmaktadir.
Ardindan bu sekilde ¢ok sayida bootstrap Orneklemler
olugturularak, bu érneklemler ile tahmin edicinin giiven
aralig1 ve testin istatistik anlamligi hesaplanmaktadir [13-
15]. Yonteme ait sematik gosterim Sekil 2°de yer
almaktadir. [16]

[statistikte cogu zaman incelenen parametrelerin normal
dagilim varsayimina dayanilarak tahmin edilebilmesi s6z
konusu olurken bu yontemde veri setinden iadeli
orneklem alinarak parametreler dagilim varsayimindan
bagimsiz olarak da tahmin edilebilmektedir. Eksik
ve/veya kiigiik veri setleri dahi istatistiksel ¢ikarsama
yapmak i¢in kullanilabilmektedir [17].
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Sekil 2: Bootstrap yontemine ait sematik gosterim
2.2. Modelin Gegerliligini Stnama Yontemleri
2.2.1. Yeniden Yerine Koyma Yaklagimi

Smith, ilk olarak 1947 yilinda yapmis oldugu bir
calismada, kullanilan veri setini kurulan model sonunda,
yeniden model (zerinde kullanarak hatali siniflama
oranmi tahmin etmistir. Bu yaklagima yeniden yerine
koyma yaklasimi (Resubsutition estimate) denilmektedir.
Kullanilan herhangi bir smiflama modelinin gegerliligi,
model kurma asamasinda kullanilan veriler ile
smandiginda, elde edilen sonuglar yaniltict olmaktadir. Bu
yaniltict durumu ortadan kaldirmak igin, basit ya da
capraz gecerlilik yontemlerinin denenerek modelin
dogruluk tahminin yapilmasi ve gecerliliginin sinanmasi
gerekmektedir [18-20].

2.2.2. Gapraz Gegerlilik Yontemleri

Basit capraz gecerlilik (cross validation) yontemi ilk
olarak 1948 yilinda Kurtz tarafindan Onerilmistir. 1951
yilinda Moiser bu yontemi gelistirerek ¢ift capraz
gecerlilik, 1982 yilinda da Krus ve Fuller tarafindan ¢oklu
capraz gecerlilik teknikleri gelistirilmistir [21-23].

Modelin dogrulugunun test edildigi capraz gegerlilik
yonteminde veri baglangigta test ve egitim verisi olarak
tesadiifi olarak ayrilir. Egitim verisi modelin kurulumu
(egitimi) asamasinda kullamlir iken test verisi model
kurulumunda kullanilmaz, modelin dogrulugu bu yeni
veri seti Uzerinde test edilir [24].

Basit capraz gecerlilikte; veri setinin %5-%33’luk bir
kismu test verisi olarak ayrilmakta ve modelin 6grenme
asamasinda bu kisim kullanilmamaktadir. Geriye kalan
kisim {izerinde ise model kurulmakta ve gergek degerler
ile tahmin degerleri karsilastirilarak modelin dogrulugu
hesaplanmaktadir.

Cift capraz gecerlilik ve coklu capraz gecerlilik, veri
setinin siirh sayida olmasi durumunda kullaniimaktadir.
Bu yontemler, modelleme asamasinda biitiin veri setinin
kullanimina imkan saglamaktadir. Veri seti, bir bolumu
egitim verisi diger b6lumdi test verisi olmak lzere tesadifi
olarak iki esit parcaya ayrilir ve bu sekilde bir dogruluk
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hesaplamasi yapilir. Ardindan test verisi ile egitim verisi
yer degistirilerek yeniden bir dogruluk hesaplamasi
yapilir ve dogruluk degerlerinin ortalamasi alinarak
modelin dogruluk orani hesaplanir. Bu algoritma c¢ift
capraz gegerlilik olarak tanimlanmaktadir.

Coklu capraz gecerlilik yontemi ise, her verinin bir kez
egitim bir kez de test verisi olarak kullanabilecegi
gecerlilik ~ ydntemlerinin ~ genellenmis  halidir.  Bu
yontemde, veri n adet esit gruba ayrilir. Bir grup test
olarak, geriye kalan (n-1) grup ise egitim verisi olarak
kullamlmaktadir ve bu durum n kez tekrar edilir. Yine
dogruluk degerlerinin ortalamas1 alimarak modelin
dogruluk orami belirlenir [25]. Yonteme ait sematik
gosterim Sekil 3°de yer almaktadir.
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Sekil 3. Coklu Capraz gegerlilik yontemine ait sematik
gosterim

2. 3. Smiflama Agaglar

Smiflama Agaclar1 (CART) kategorik yapidaki bagimli
degiskenin alacagi degerleri tahmin etmek {zere
gelistirilen parametrik olmayan bir veri madenciligi
yontemidir. Modelde degiskenlerin  tiri  (stirekli,
kategorik, sirali ya da bunlarin karigimi) konusunda
herhangi bir varsayim gerektirmez ve sinirlama getirmez.
Hem bagimli hem de bagimsiz degiskenler i¢in kayip
veya eksik degerler ile asir1 u¢ degerlerden etkilenmeyen
bir metottur.

Buna karsin CART tekniginin en oOnemli simurliligt
sonuglarin bir olasilik modeline dayanmiyor olmasidir.
Egitim seti ad1 verilen verinin bir boliimii ile CART agac1
inga edilir. Test verisi ile de agacin gegerliligi test edilir.
Agag insast kok diiglimden baslayarak devam eden ve her
diigiimde o diigiime ait deney iinitelerine uygulanan basit
sorulardan alinan evet/hayir cevaplarina gore olusan
yollar igerir. Her diigiimde uygulanan bu sorulara ayirag
denir. Olusan agaclarda homojen olmayan diigiimlere
¢ocuk diigiimii, homojen diigiimlere ise terminal diigim
adi verilir ve hesaplamalar sonucunda terminal diigiimler
icindeki gbozlem sayisinin yogunluguna gore 1.grup veya
2.grup olarak adlandirilir ve bu diigiimler yorumlanir. Bu
yontemde, dogru simiflamanin basarisini 6l¢gmede yeniden
yerine koyma yaklasimi, test Oornegi tahmini ve g¢apraz
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gecerlilik  yontemleri  birbirine  alternatif  olarak

kullanilabilir [5].
2.4. Simiilasyon Calismasi

Bu calismada iki farkli deneme plani tasarlanmistir. Bu
deneme planlar1 igin simiilasyonla {iretilen verilerin
Ozellikleri Tablo 1°de wverilmistir. Her iki deneme
planinda da amag, CART yontemi yardimiyla, iki farkli
popiilasyondan alinan iki grubu birbirinden ayirmaya
caligmaktir. Birgok siniflama yontemi, 6rneklem genisligi,
degisken sayist ve degiskenler arasi iliskilerden
etkilenmektedir. Bu nedenle 1.deneme planinda bir
bagimsiz degisken ve 6rnek genisliklerinin de sirasiyla 30
ve 100 oldugu durum dikkate alinmis, 2. deneme planinda
ise aralarinda korelasyon bulunmayan 3 bagimsiz
degisken oldugu varsayilmistir. Tablo 1° de goriildigi
Uzere 1. grup ortalamasi 0, ikinci grup ise ortalamasi 1
standart sapma olan ve standart normal dagilim gosteren
iki farkli popiilasyondan alinmigtir. Ortalamalar1 farkli
olan  popiilasyonlardan  6rnek  alinarak  gruplar
olugturuldugu i¢in bu gruplarin siniflama yontemleri ile
basarili bir sekilde ayristirilmast beklenir.  Gruplarin
smiflandirilmasinda CART yontemi kullanilmistir. CART
yontemi ile siniflama, orijinal veri, Jacknife ve Bootstrap
doniismiis hali i¢in 10-kath capraz gecerlilik algoritmasi
kullanilarak ve bu algoritma kullanilmadan (yeniden
yerine koyma yaklasimi) yapilmistir. Siniflamada birinci
deneme planinda bir 6zellik, ikinci deneme planinda ise
ii¢ Ozellik kullanilmigtir. Her bir deneme kombinasyonu
1000 kez tekrarlanmis olup performans Olciisii olarak
dogru siniflama basarilarinin ortalamasi alinmstir.

Verilerin Uretilmesinde Matlab 7.0 paket programi, veri
analizinde ise STATISTICA 7.0 paket programi
kullanilmustir.

3. BULGULAR

Orneklem biiyiikliikleri 30 ve 100 icin, olusturulan
orijinal veri, Jacknife ve Bootstrap doniismiis hali i¢in 10-
katli c¢apraz gecerlilik algoritmast kullanilarak ve
kullanilmadan, tek bir siirekli 6zelligin var oldugu
(Deneme Plan1 1) durumda elde edilen sonuglar Tablo
2’de, ¢ tane siirekli 6zelligin var oldugu (Deneme Plani
2) durumdaki sonuglar ise Tablo 3’de verilmektedir.

Tablo 2 incelendiginde, yeniden yerine koyma
yaklagimina gore, popilasyonlardan cekilen &rneklem
biiyiikliiklerinin 30 oldugu durumda olusturulan CART
analizi sonucunda dogru siniflama basarist1 % 91.7 iken
orneklem biiyiikliigii 100 oldugu durumda % 81.4 olarak
elde edilmistir. Orijinal veri seti jackknife yeniden
ornekleme yontemine gore yeniden iiretildiginde ve bu
yeni veri setine CART analizi uygulandiginda 6rneklem
biiytikliigii 30 ve 100 i¢in % 100 dogruluk basarisina
ulasilmigtir. Bootstrap yeniden 6érnekleme yontemine gore
yeniden {retildiginde Orneklem Dbiyikligi 30 icin
simiflama basarisi % 94.0 iken drneklem biiyiikligii 100
i¢in % 64.5 olarak elde edilmistir.
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10-kathh ¢apraz gegerlilik sonuglart incelendiginde,
orneklem biiyiikliiklerinin 30 oldugu durumda olusturulan
CART analizi sonucunda dogru siniflama basarist % 79.8
iken drneklem biiyikligi 100 oldugu durumda % 72.0
olarak elde edilmistir. Orijinal veri seti jackknife yeniden
ornekleme yontemine gore yeniden iiretildiginde ve bu
yeni veri setine ait CART analizi uygulandiginda
orneklem biyiikligi 30 ve 100 i¢in % 100 dogruluk
basarisina ulagilmistir. Bootstrap yeniden &rnekleme
yontemine gore yeniden iretildiginde Orneklem
blyilikligi 30 i¢in smiflama basarist % 86.0 iken
orneklem Dbiytkligi 100 i¢cin % 80.1 olarak elde
edilmistir.

Tablo 3 incelendiginde, yeniden yerine koyma
yaklasimina gore, orneklem biiyiikliiklerinin 30 oldugu
durumda olusturulan CART analizi sonucunda dogru
smiflama basarist % 94.5 iken Srneklem biytikligi 100
oldugu durumda % 87.0 olarak hesaplanmustir.

5

Orijinal veri seti Jackknife yeniden drnekleme yontemine
gore yeniden iiretildiginde ve bu yeni veri setine CART
analizi uygulandiginda orneklem biyiikligi 30 ve 100
icin % 100 dogruluk basarisina ulagilmistir. Bootstrap
yeniden drnekleme yontemine gore yeniden iretildiginde
orneklem biiyiikliigi 30 igin siniflama basaris1 % 96.2
iken orneklem biylkligi 100 i¢in % 88.5 olarak elde
edilmistir.

10-katlh ¢apraz gegerlilik sonuglart incelendiginde,
orneklem biiyiikliiklerinin 30 oldugu durumda olusturulan
CART analizi sonucunda dogru siniflama basarisi % 84.0
iken &érneklem blyikligi 100 oldugu durumda % 81.0
olarak hesaplanmistir. Orijinal veri seti Jackknife yeniden
ornekleme yontemine gore yeniden {iretildiginde ve bu
yeni veri setine CART analizi uygulandiginda 6rneklem
biyilikligii 30 ve 100 i¢in % 100 dogruluk basarisina
ulasilmistir. Bootstrap yeniden drnekleme yontemine gore
yeniden {retildiginde o6rneklem biiyikligi 30 igin
simiflama basaris1 % 88.2 iken drneklem biiyiikligii 100
icin % 84.3 olarak elde edilmistir.

Tablo 1. Deneme planlarina ait olugturulan verilerin 6zellikleri

Populasyonlardan Deneme Plani 1 Deneme Plani 2
cekilen 6rnek Bir ozellik Ug 6zellik
genislikleri (n;) Populasyon 1 Populasyon 2 Populasyon 1 Populasyon 2
N~ (0,1)
N~ (1,1)
Her bir
30 N~ (0,1) N~ (1,1) degiskenin Her bir degiskenin
arasindaki arasindaki korelasyon
korelasyon sifir sifir (rxyz=0)
(erZ:O)
N~ (0,1)
N~ (1,1)
Her bir
100 N~ (0,1) N~ (1,1) degiskenin Her bir degiskenin
arasindaki arasindaki korelasyon
korelasyon sifir sifir (rxyz=0)
(rxyz:O)

Tablo 2. Deneme plani 1 i¢in sonuglar

n=30 n=100
Min-max Ort+SD Min-max Ort+SD
Yeniden Yerine Koyma | a5 0980 | 0.917+0.030 | 0.740-0.890 | 0.814 +0.026
Orijinal Yaklagimi
Veri 10-katlt Capraz 0.50-0.950 | 0.798+0.090 | 0.600-0.820 | 0.720 +0.032
Gegerlilik
Yeniden Yerine Koyma | 4 5501 000 | 1.000+0.000 | 1.000-1.000 | 1.000 + 0.000
. Yaklagimi
Jackknife T0-Katl
ath Capraz 1.000-1.000 | 1.000+0.000 | 1.000-1.000 | 1.000 + 0.000
Gegerlilik
Yeniden Yerine Koyma | g7 1 000 | 0.940+0.030 | 0.790-0.935 | 0.645+0.91
Yaklagimi
Bootstrap 10-katli Capraz
ath G.ap 0.667-0.983 | 0.860 +0.080 | 0.856-0.027 | 0.801 + 0.052
Gegerlilik
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Tablo 3. Deneme plani 2 i¢in sonuglar

n=30 n=100
Min-max Ort+ SD Min-max Ort+ SD
Yeniden Yerine Koyma | 969 000 | 0.945+0.023 | 0.81-0.92 0.87 +0.02
. Yaklasimi
Orijinal Veri 10-Katl
1 Capraz 0.500-0.970 | 0.840+0.068 | 0.71-0.90 0.81+0.04
Gegerlilik
Yeniden Yerine Koyma | 4059 000 | 1,000+ 0.000 | 1.000-1.000 | 1.000 + 0.000
. Yaklasimi
Jackknife 10-Katl
ath Capraz 1.000-1.000 | 1.000+0.000 | 1.000-1.000 | 1.000 + 0.000
Gegerlilik
Yeniden Yerine Koyma | 4 a00.1 000 | 0.962+0.019 | 0.84-094 | 0.885 < 0.020
Yaklasimi
Bootstrap 10-katli Capra:
-apraz 0.730-1.000 | 0.882+0.063 | 0.72-0.93 | 0.843+0.042
Gecerlilik

4. TARTISMA VE SONUC

Kullanilan smiflama modelinin  gegerliligini, model
sonunda yanlig smiflanmig bireylerin oranini elde ederek
6lgmek ¢ok yaygin kullanilan bir yontemdir. Literatiirde
smama yapilirken yeniden yerine koyma yaklasimi ve
capraz gegerlilik yaklagimlari kullanilmaktadir.
Kullanilan herhangi bir siniflama modelinin gegerliligi,
model kurma agamasinda kullanilan ayni1 veriler (yeniden
yerine koyma teknigi) ile sinandiginda fazla iyimser
olmakta ve yaniltict sonuglar vermektedir. Schiavo ve ark.
caligmalarinda, siniflama ¢aligmalarinda hatali siniflama
oranlarinin  hesaplanirken  yeniden yerine koyma
tekniginin  gergek  hatayr dogru olarak ortaya
koyamadigina deginmislerdir. Ayrica, bu yanliligi ortadan
kaldirabilmek igin c¢apraz gecerlilik, jackknife ve

bootstrap ~ yontemlerinin  daha  iyi  performans
gosterdiklerini ortaya koymuslardir [19].
Braga-Neto ve ark.  hatali  smiflama  orani

hesaplamalarinda iki genel yontem olan ¢apraz gegerlilik
ve yeniden yerine koyma yaklagimlari {izerine ¢aligmalar
yapmuglardir. Yanliligi ortadan kaldirdifi igin ¢apraz
gecerlilik yontemini 6nermelerine karsin, kiiciik 6rnek
genisliklerinde yeniden yerine koyma yaklagiminin daha
iyi sonug verdigini belirtmislerdir [20].

Chernick ve ark. smiflama basarisim artirmak igin
yeniden Ornekleme tekniklerinin performanslar tizerinde
bir ¢calisma yapmuslar ve bu calisma sonucunda gapraz
gecerlilik yontemini 6nermislerdir [26]. Verbyla ve ark.
ise tizerinde durulan 6zelligin varlik ya da yoklugunun
tamamen tesadiifi olarak olusturuldugu (ayirma gici
%50) orneklem biiyiikliigiiniin 30 olarak alindigi ve 10
bagimsiz degiskenin var oldugu iki grup Uzerinde bir
simiilasyon calismas1 yapmuslardir. Burada smiflama
yontemi olarak ayirma analizini kullanmiglardir. Mevcut
verileri yeniden drnekleme yontemlerine gdre yeniden
elde etmisler ve modelin dogru smiflama basarisina
bakmiglardir.  Yeniden yerine koyma yaklagimi
kullanilarak, modelin dogru simiflama basarisina
bakildiginda, modelin dogrulugunun yanli tahmin

edildigini ortaya koymuslardir. Yeniden yerine koyma
yaklagimi digindaki diger yontemlerin neredeyse yansiz
tahminlerde bulunduklari sonucuna varmuglardir. Ayrica,
bu caligma ile Bootstrap drnekleme yodnteminin en iyi
sonucu verdigi gézlenmistir [27].

Bu caligmada ise smiflama orani, hem yeniden yerine
koyma yaklagimi hem de c¢apraz gegerlilik ydntemini
kullanarak hesaplanmigtir. Siniflama oranin yeniden
yerine koyma yaklasimi kullanilarak hesaplandiginda
biitlin  yontemlerde dogru smiflama orami yiiksek
cikmistir. Bu sonucun yiiksek ¢ikmasinin da yeniden
yerine koyma yaklagiminin neden oldugu yanliliktan
kaynaklandig diistiniilmektedir.

Simulasyon sonuglar1 incelendiginde, Kkuguk 6rnek
genigliklerinde yeniden 6rnekleme yontemlerinin buyik
ornek genisliklerine nazaran daha iyi sonuclar verdigi
goralur. Kiiciik 6rneklerde siniflama basarisinin daha iyi
olmasi, biiyiik drneklerde bu yontemlerin daha basarisiz
oldugu anlamina gelmez. Ciinkii 6rnek genisligi arttikca
varyasyon artacagl i¢in biitiin siniflama yontemlerinin
simiflama basaris1 biraz diisecektir. Ozellikle orta veya
kiiciik orneklerde siniflama hatasinin daha az olmasi
beklenir. Bagimsiz degisken sayisinin artmasi ise
smiflama basarisini artiran bir diger etkendir. Buna karsin
CART yontemi, 6rneklem biiyiikligiinden, ug¢ degerlerden
ve degiskenler arasindaki gok yuksek iliskilerden cok
etkilenmeyen bir yontemdir.

Sonu¢ olarak, bu g¢alismada dikkate alinan Orneklem
genisliklerinde Jackknife yeniden drnekleme ydnteminin
daha basarili sonuglar verdigi gorilmiistiir. Ayrica
Jackknife yonteminin dogasi geregi veri seti Uretimi
asamasinda asirt u¢ deger iliretmemesi ya da var olan ug
degerleri elimine etmesi yontemin bir basarisi olarak
diigiiniilebilir.
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